
V.C. 14.381 Ders notlar¬1

1. Regresyonun (Ba¼GlaŞ¬m¬n) Temelleri

1.1. Regresyon ve Koşullu Beklenti Fonksiyonu. Varsayal¬m yt gerçek bir

tepki (response) de¼gi̧skeni ve wt birlikte de¼gi̧skenlerin (covariates) bir d-vektörü

olsun. Burada ilgilendi¼gimiz, yt�ninwt verildi¼gindeki koşullu ortalamas¬d¬r (beklentisidir):

g(wt) := E[ytjwt]:
Al¬̧s¬lageldi¼gi üzere, bir regresyon denklemini de şu şekilde tan¬mlayabiliriz:

yt = g(wt) + "t; E["tjwt] = 0;

burada yt bir ba¼g¬ml¬de¼gi̧sken olarak, wt ba¼g¬ms¬z de¼gi̧skenler olarak ve "t bozukluklar

olarak düşünülmektedir.

Regresyon fonksiyonu, kay¬plar¬n karesi de¼gerlendirilerek en iyi koşullu öndeyi

(conditional prediction) probleminin çözümü olarak da tan¬mlanabilir: her bir w

için şunu elde edebiliriz

g(w) = argmin
~g2R

E[(yt � ~g)2jw]:

Böyle olunca, koşullu ortalama fonksiyonu koşulsuz öndeyi (unconditional prediction)

problemini de çözmektedir:

g(�) = arg min
~g(�)2G

E[(yt � ~g(wt))2];

burada argmin, w�nin ölçülebilir tüm fonksiyonlar¬n¬n s¬n¬f¬olan G üzerinden hesaplanmaktad¬r.
Bu düzenleme ne tahmine ne de hesaplamaya kolayl¬kla çevrilebilmektedir.

Neticede, bu derste ö¼greneceklerimiz şunlard¬r

� önce, g(wt)�nin � 2 RK ve orijinal ba¼glaşt¬ran¬n (regressor) dönüşümleri

olan xt için x0t� ile yaklaşt¬rmas¬,

xt = f(wt);

burada dönüşümün seçimleri olan f yaklaşt¬r¬m (approximation) teorisine

ba¼gl¬olarak ifade edilmektedir,

1Dersin orijinal notlar¬ndaki dipnot: Bu notlar taslak halindedir. Hata buldu¼gunuzda lütfen
bana e-mail ile haber veriniz (vchern@mit.edu).
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� sonra, veriyi mümkün olu¼gu kadar iyi kullanarak x0t�0y¬tahmin etmek ve
x0t� ve ilgili miktarlar hakk¬nda küçük-örneklem ve büyük-örneklemlere

yönelik ç¬karsamalarda bulunmak.

Örnek 1: Engel (1857) çal¬̧smas¬nda, yt hanehalk¬n¬n g¬da harcamas¬ ve wt
hanehalk¬geliri olarak verilmi̧stir. ·Iyi bir yaklaşt¬rma olarak şöyle bir kuvvet serisi

kullan¬labilir: g(wt) = �0+�1wt+�2w
2
t . Engel asl¬nda Haar serilerini kullanm¬̧st¬r

(yaklaşt¬rma birçok kukla terim kullan¬larak yap¬lm¬̧st¬r). Özellikle ilgimizi çeken,

gelirin g¬da tüketimi üzerindeki etkisidir

@g(w)

@w
:

G¬da Harcamas¬

Gelir

ŞEK·IL 1
Örnek 2: Varsayal¬m, y�t do¼gumdaki a¼g¬rl¬k ve wt sigara içme ya da t¬bbi

bak¬m¬n kalitesi olsun. Aç¬kt¬r ki, E[y�t jwt] ilgi çekici bir hedeftir. Varsayal¬m,
wt�nin çok düşük do¼gum a¼g¬rl¬klar¬üzerindeki etkisiyle ilgilenelim; bunu yapman¬n

bir yolu olarak şunu tan¬mlayabiliriz

yt := 1fy�t < cg;

burada c do¼gum a¼g¬rl¬¼g¬n¬n kritik bir seviyesidir. Sonras¬nda şunu inceleyebiliriz

g(wt) = E[ytjwt] = P [y�t < cjwt]:
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Bu regresyon fonksiyonu uçde¼ger (extreme) do¼gum a¼g¬rl¬¼g¬gerçekleşmesi ihtimalinin

birlikte de¼gi̧skenlere ba¼gl¬l¬¼g¬n¬ölçmektedir.2

Varsayal¬m E[ytjwt]�i elde edebildik. Bundan nas¬l faydalanabiliriz?
Düşünce ak¬mlar¬:

1. Betimsel. ·Ilginç biçimlendiren olgular¬ (stylized facts) ortaya ç¬karmak.
Sigara içmek ortalama do¼gum a¼g¬rl¬¼g¬n¬"azalt¬r" (ancak uçde¼ger do¼gum a¼g¬rl¬¼g¬n¬n

gerçekleşmesini azaltmaz).

2. ·I̧slem Etkileri. Nedensel etkiler hakk¬nda ç¬karsamada bulunmak için ideal
bir durum tam kontrol edilen rastsal deneme olarak düşünülür. Tam kontrol edilen

rastsal deneme mevcut de¼gilse, do¼gal deneyler de aranabilir.

3. Yap¬sal Etkiler. Ekonomik (nedensel, yap¬sal) bir modelin parametrelerini
tahmin edelim. Ekonomi bilgisini kullanarakE[ytjxt]�nin neden ekonomik parametreleri
özdeşleştirebilece¼gini ispat edelim. Varian�¬n ilgili bölümüne bak¬n¬z.

1.2. Kitlede ve Sonlu Örneklemde OLS (s¬radan en küçük kareler, Ordinary
Least Squares).

1.2.1. EDÖ (en iyi do¼grusal öndeyici) Özelli¼gi. Kitlede en küçük karelerin ��s¬

aşa¼g¬daki terimin enküçültücüsüdür (argmin)

Q(b) = E[yt � x0tb]2;

dolay¬s¬yla x0t�, yt�nin kitlede kare kay¬p alt¬nda en iyi do¼grusal öndeyicisidir. Sonlu

örneklemlerde en küçük karelerin �̂
0
¬aşa¼g¬daki terimin en küçültücüsüdür

Qn(�) = En[yt � x0t�]2;

burada En görgül beklentidir ( 1n
Pn

t=1�in k¬saltmas¬). Yani, x
0
t�̂; yt�nin örneklemde

kare kay¬p alt¬nda en iyi do¼grusal öndeyicisidir.

� için sarih bir çözüm de belirtebiliriz. Dikkat ederseniz �, E[xtx0t] tam kerteli

(full rank) oldu¼gunda, şu birinci derece koşulu çözmektedir

E[xt(yt � x0t�)] = 0; yani � = E[xtx0t]�1E[xtyt];

2Di¼ger bir yöntem ise y�t �¬n bölütlerine (quantile) wt�nin bir fonksiyonu olarak bakmakt¬r, bu da
bölüt regresyonunun gerçekleştirdi¼gidir.
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Örneklemde en küçük kareler, En[xtx0t] tam kerteli oldu¼gunda, kitle beklemlerini

(moments) görgül beklemler ile de¼gi̧stirmektedir:

En[xt(yt � x0t�̂)] = 0; yani �̂ = En[xtx0t]�1En[xtyt]:

1.2.2. En ·Iyi Do¼grusal Yaklaşt¬rma olarak OLS. Şunu gözlemleyebiliriz

Q(b) = E[yt � x0tb]2 = E[E[ytjwt]� x0tb+ "t]2 = E[E[ytjwt]� x0tb]2 + E["t]2;

burada "t = yt � E[ytjwt]�d¬r. Yani � şunu çözmektedir

min
b
E(E[ytjwt]� x0tb)2;

ve x0t�, koşullu ortalama fonksiyonu E[ytjwt] için en iyi do¼grusal yaklaşt¬rmad¬r.
Bu da yaklaş¬kl¬k teorisine bir ba¼glant¬oluşturmaktad¬r.

1.2.3. ·Işlevsel Biçimleri (Functional Form) Oluşturmak. Yaklaş¬kl¬k teorisine verilecek

ba¼glant¬, yaklaş¬kl¬k teorisinin regresyonlar¬m¬z için iyi i̧slevsel (fonksiyonel) biçimler

oluşturmada kullan¬labilmesi aç¬s¬ndan faydal¬d¬r. Burada, yaklaş¬kl¬k tasar¬lar¬ndan

ekonometrik uygulamalarda en çok yararl¬olacaklar üzerine odaklanaca¼g¬z.3

1. Kama (Spline) Yaklaş¬kl¬¼g¬: Varsayal¬m w tek ba¼glaşt¬ran olsun. Sonras¬nda

do¼grusal kama (1�inci dereceden kama), sonlu say¬da eşit mesafeli ba¼glant¬lar (knots)

olan k1; k2; :::; kr ile şu şekilde ifade edilebilir:

xt = f(wt) = (1; wt; (wt � k1)+; :::; (wt � kr)+)0

burada (ut)+ terimi u x 1(u > 0)�¬ifade eder. Kübik kama şu şekilde ifade edilebilir:

xt = f(wt) = (1; (wt; w
2
t ; w

3
t ); (wt � k1)3+; :::; (wt � kr)3+)0:

Kamalar¬tan¬mlarken xt�nin boyutu olanK 0yi kontrol edebiliriz. Kamalar kullan¬larak

oluşturulan fonksiyonw 7! f(w)0b�n¬n, herhangi b için, w�da iki kez türevi al¬nabilir.

2. Güç (Power) Yaklaş¬kl¬¼g¬: Varsayal¬m w tek ba¼glaşt¬ran (regressor) olsun ve

[0; 1]�de dönüştürülmüş olsun; sonras¬nda, r-inci dereceden çokterimli serileri şu

şekilde ifade edilebilir:

xt = f(wt) = (1; wt; :::; w
r
t )
0:

Chebyshev çokterimlileri ço¼gu kez basit çokterimliler yerine kullan¬lmaktad¬r. Varsayal¬m

wt [�1; 1] aras¬nda de¼gerler alacak şekilde dönüştürülmüş olsun. Chebyshev çokterimlileri

3W. Newey�in çal¬̧smas¬ tahmin aç¬s¬ndan faydal¬ bir uygulama sunmaktad¬r. Yaklaş¬kl¬k
yöntemlerine faydal¬bir başlang¬ç için K. Judd�¬n kitab¬na bak¬n¬z.
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şu şekilde oluşturulabilir

xt = f(wt) = (cos(j � cos�1(wt)); j = 0; :::; r)

(Bunlara çokterimli denme sebebi şudur: f(wt) = (1; wt; 2w2 � 1; 4w3t � 3wt; :::; ),
ve böylece asl¬nda wt de çokterimlilerdir.)4

3. Dalgac¬k (Wavelet) Yaklaş¬kl¬¼g¬: Varsayal¬m w tek ba¼glaşt¬ran olsun ve

[0; 1]�de dönüştürülmüş olsun; sonras¬nda, r-inci dereceden dalgac¬k serisi şu şekilde

ifade edilebilir:

xt = f(wt) = (e
j(i2�wt); j = 0; :::; r);

veya sinüs ve kosinüs tabanlar¬ayr¬ayr¬kullan¬labilir.

Çoklu ba¼glaşt¬ranlar¬n oldu¼gu durum da benzer şekilde incelenebilir: Varsayal¬m

temel (basic) ba¼glaşt¬ranlar şunlar olsunw1t; :::wdt, sonras¬nda her bir temel ba¼glaşt¬ran

için d serileri oluşturulabilir. Sonras¬nda d serilerinin tüm etkileşimleri, bunlara

geren (tensor) çarp¬mlar¬denir, oluşturulabilir ve bunlar¬n hepsi ba¼glaşt¬ran vektörü

xt içinde toplanabilir. E¼ger temel bir ba¼glaşt¬ran için herbir seri J terime sahipse,

sonuç (�nal) regresyonu K � Jd boyutundad¬r, bu da d boyutunda üstel olarak

patlamaktad¬r (boyutsall¬k belas¬n¬n (curse of dimensionality) tezahürü). Geren

çarp¬mlar¬n¬n düzgün bir tan¬m¬için bkz. Newey.

Teorem 1.1. Varsayal¬m wt�nin Rd�de tan¬ml¬bir küpte s¬n¬rl¬bir deste¼gi (bounded
support) ve pozitif, s¬n¬rl¬ bir yo¼gunlu¼gu olsun. E¼ger g(w)�nin s¬n¬rl¬ türevlerle

(sabit birM ile) s-kere sürekli türevselli¼gi varsa, yukar¬da belirtilen şekildeK-terimli

x = f(w) serileri kullan¬larak, yaklaş¬kl¬k hatas¬şu şekilde kontrol edilebilir:

min
b
[E[g(wt)� x0tb]2]1=2 � constM �K�
=d;

burada kuvvet serileri ve dalgac¬klar için 
 = s ve kamalar için 
 = min(s; r)

kullan¬lm¬̧st¬r, r ise kaman¬n derecesidir.

Sonuçta, K ! 1 iken, yaklaş¬kl¬k hatas¬s¬f¬ra yak¬nsamaktad¬r. Teorem ayn¬

zamanda düzgün (smooth) bir fonksiyonun yaklaş¬m¬n¬n daha kolay oldu¼gunu

ve birçok temel ba¼glaşt¬ranl¬ bir fonksiyonun yaklaş¬m¬n¬n daha zor oldu¼gunu

söylemektedir (boyutsall¬k belas¬n¬n başka bir tezahürü). Dikkat çeken başka

bir husus da, K ! 1 iken, yaklaş¬kl¬k hatas¬ s¬f¬ra yak¬nsamaktad¬r ifadesinin

4Daha fazla detay için K. Judd�¬n kitab¬na bak¬n¬z; ayr¬ca şuraya da bakabilirsiniz
http://mathworld.wolfram.com/
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düzgünlük (smoothness) varsay¬mlar¬olmadan dahi geçerli oldu¼gudur; asl¬nda g(w)�nin

ölçülebilir olmas¬ve kare (square) tümlevlenebilirli¼gi (integrable) yeterlidir.

En küçük kareler kullan¬larak fonksiyonlar¬n yaklaş¬kl¬¼g¬nda kamalar¬n ve Chebyshev

serilerinin kullan¬m¬n¬n olumlu özellikleri vard¬r, bu sadece ortalama kare yaklaş¬kl¬k

hatas¬n¬enküçük yapmak için de¼gil, ayn¬zamanda yaklaş¬lan terime (approximand)

ençok mesafeyi elde etmede de geçerlidir (son özelli¼ge ortak-enküçüklük denmektedir

(co-minimality)).
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1.3. Yaklaş¬kl¬k Örnekleri. Örnek 1. (Yapay, synthetic) Varsayal¬m şu fonksiyon
verilmi̧s olsun g(w) = w + 2sin(w), ve wt tekdüze (uniform) şekilde şu tamsay¬lar

üzerinde da¼g¬lm¬̧s olsun f1; :::; 20g. Bu durumda OLS kitlede şu yaklaş¬kl¬k problemini
çözer:

� = argmin
b
E[g(wt)� x0tb]2

burada xt = f(wt)�dir. Şimdi f için farkl¬i̧slevsel biçimleri deneyelim. Bu örnekte,

f(w)�yi şu şekilde oluşturuyoruz (a) do¼grusal kama (Şekil 2,sol) ve (b) Chebyshev

serileri (Şekil 2,sa¼g), bu durumda f(w)�nin boyutlar¬ya 3 ya da 8�dir.
Do¼grusal kama ile yaklaşt¬rma, K=3 ve 8 Chebyshev serileri ile yaklaşt¬rma, K=3 ve 8

ŞEK·IL 2
Sonras¬nda ise g(w) fonksiyonunu gra�k yard¬m¬yla do¼grusal yaklaş¬kl¬k f(w)0�

ile kaŗs¬laşt¬ral¬m. Şekil 2�de K = 3 olan tutumlu (parsimonious) modelin küresel

şekli (global shape) koşullu beklenti fonksiyonunda do¼gru olarak yaklaşt¬rd¬¼g¬n¬

("büyük de¼gi̧siklikler"), ancak yerel şekli do¼gru olarak yaklaşt¬ramad¬¼g¬n¬("küçük

de¼gi̧siklikler") görüyoruz. Daha esnek i̧slevsel biçimler K = 8 parametreleri ile

kullan¬ld¬¼g¬nda, yerel şekil için daha iyi bir yaklaş¬kl¬k elde ediliyor. Bu örnekte

kamalar¬n Chebyshev çokterimlilerinden çok daha iyi performans gösterdiklerini

görüyoruz.

Yaklaş¬kl¬k hatas¬n¬n düzgün ölçümlerine de bakabiliriz, mesela kök ortalama

kare yaklaş¬kl¬k hatas¬ gibi (KOKYH, root mean square approximation error,

RMSAE):

[E[g(wt)� f(wt)0�]2]1=2];
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ve ençok yaklaş¬kl¬k hatas¬(EYH, maximum approximation error, MAE):

max
w
jg(w)� f(w)0�j:

Bu ölçüler aşa¼g¬daki tabloda hesaplanm¬̧st¬r:

kama K = 3 kama K = 8 Chebyshev K = 3 Chebyshev K = 8

KOKYH 1.37 0.65 1.39 1.09

EYH 2.27 0.95 2.19 1.81

Örnek 2.(Reel) Burada g(w) ücretin (y) logaritmas¬n¬n ortalamas¬d¬r ve e¼gitim

üzerine koşulludur

w 2 f8; 9; 10; 11; 12; 13; 14; 16; 17; 18; 19; 20g:

g(w) fonksiyonu kitle verisi kullan¬larak hesaplanm¬̧st¬r �kullan¬lan veriseti ABD

1990 Nüfus Say¬m¬�ndaki yeti̧skin erkeklerdir 5. Burada bu fonksiyonun ba¼glaşt¬ranlar¬n¬

oluşturmak için yayg¬n yaklaşt¬rma yöntemleri kullan¬ld¬¼g¬nda, OLS taraf¬ndan ne

kadar iyi yaklaşt¬r¬ld¬¼g¬n¬bulmak istiyoruz. Problemi basitleştirmek için, wt�nin

tekdüze olarak da¼g¬ld¬¼g¬n¬varsayabiliriz (di¼ger durumda s¬kl¬k (frequency) ile a¼g¬rl¬kland¬rabiliriz).

Kitlede, OLS şu yaklaşt¬rma problemini çözmektedir: minE[g(wt)� x0tb]2 burada
xt = f(wt)�d¬r ve f(w) şu şekilde oluşturulur (a) do¼grusal kama (Şekil 3,sol) ve

(b) Chebyshev serileri (Şekil 3,sa¼g), bu durumda f(w)�nin boyutlar¬ya K = 3 ya

da K = 8�dir.

5Daha fazla detay için bkz. Angrist, Chernozhukov, Fernandez-Val, 2006, Econometrica,
çal¬̧smas¬.
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Do¼grusal kama ile yaklaşt¬rma, K=3 ve 8 Chebyshev serileri ile yaklaşt¬rma, K=3 ve 8

ŞEK·IL 3
Sonras¬nda, gra�ksel olarak g(w) fonksiyonunu f(w)0� do¼grusal yaklaşt¬rmas¬ile

kaŗs¬laşt¬r¬yoruz. Ayn¬zamanda KOKYH ve EYH�yi kaydediyoruz. Yaklaşt¬rma

hatalar¬aşa¼g¬daki tabloda verilmi̧stir:
kama K = 3 kama K = 8 Chebyshev K = 3 Chebyshev K = 8

KOKYH 0.12 0.08 0.12 0.05

EYH 0.29 0.17 0.30 0.12
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2. Regresyon Cebiri (Regression Calculus)

2.1. Matris (Dizey, Matrix) Hesaplamalar¬. Aşa¼g¬daki hesaplamalar sonlu
örneklem ç¬karsamalar¬ için faydal¬d¬r. Y = (y1; :::; yn)

0 olsun ve X de n � K
boyutlu bir matris olsun: bu matrisin sat¬rlar¬ şunlard¬r x0t, t = 1; :::; n. Bu

gösterim ile şu ifadeyi yazabiliriz

�̂ = argmin
b2Rk

(Y �Xb)0(Y �Xb);

E¼ger kerte(X) = K ise, yukar¬daki ifadenin Hessian�¬olan 2X 0X pozitif tan¬ml¬d¬r;

bu da kat¬ d¬̧sbükeyli¼gi sa¼glar ve çözümün tekil (unique) oldu¼gunu ifade eder.

�̂�n¬n çözümü normal denklemler (normal equations) denen birinci derece koşullar¬

(�rst-order conditions, foc) taraf¬ndan belirlenir:

(1) X 0(Y �X�) = 0:

Bu denklemler çözülünce şu ifade elde edilir

�̂ = (X 0X)�1X 0Y:

Uyumlu (�tted) veya öndeyilen (predicted) de¼gerler şu vektörler (yöney, vector)

ile ifade edilir bY := X�̂ = X(X 0X)�1X 0Y = PXY;

Kal¬nt¬lar (residual) da şu şekilde tan¬mlan¬r:

ê := Y �X 0�̂ = (I � PX)Y =MXY:

Geometrik yorumlama: L :=yay¬lma (span)(X) := fXb : b 2 Rkg X�in
sütunlar¬taraf¬ndan yay¬lan do¼grusal uzay (linear space) olsun. PX matrisi izdüşüm

matrisi (projection matrix) olarak adland¬r¬l¬r, çünkü Y �nin L üzerine izdüşümünü

verir. MX matrisi ise Y �nin L�ye dikeysel (orthogonal) olan alt uzay (subspace)

üzerine olan izdüşümünü veren izdüşüm matrisidir.

Asl¬nda, LS (en küçük kareler tahmincisi) şu problemi çözer:

min
Y �2L

(Y � Y �)0(Y � Y �)

Çözüm olan Y � = bY ise Y�nin L üzerine olan dikeysel izdüşümüdür, yani
(i) Ŷ 2 L (ii) S 0be = 0; 8S 2 L; be := (Y � bY ) =MXY:
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Bunu gözümüzde canland¬rmak için şöyle bir basit örnek kullanal¬m: n = 2, tek

boyutlu ba¼glaşt¬ran olsun ve kesme (intercept) olmas¬n, yani şunlar geçerli olsun

Y = (y1; y2)
0 2 R2, X = (x1; x2)

0 2 R2 ve � 2 R.
Dikkat etmemiz gereken baz¬özellikler şunlard¬r:

1. E¼ger regresyonda kesme varsa, yani X�in bir sütunu şu ise 1 = (1; ::; 1)0,

bu takdirde �Y = �X 0�̂�dir. Regresyon do¼grusu verinin ortalamalar¬n¬n içinden

geçmektedir. Buna eşde¼ger olarak, 1 2 L oldu¼gu için, 10ê = 0 veya �̂e = 0�d¬r.
2. ·Izdüşüm ("şapka" (hat)) matrisi PX = X(X 0X)�1X 0 simetriktir (P 0X = PX)

ve denkgüçlüdür (idempotent) (PXPX = PX). PX bir dikey izdüşüm i̧slemcisidir

ve Rn�deki vektörleri L ile eşleştirir (mapping). Özellikle, PXX = X, PX ê = 0,

PXY = X�̂�d¬r.

3. ·Izdüşüm matrisi MX = I �PX de simetrik ve denkgüçlüdür. MX ise Rn�deki
vektörleri L�ye dikey olan do¼grusal uzayla eşleştirir. Özellikle, MXY = be, MXX =

0, ve MX ê = ê�d¬r. Ayr¬ca dikkat ediniz, MXPX = 0�d¬r.

2.2. Bölüntülü (Partitioned) veya K¬smi (Partial) Regresyon. X1 ve X2;

X�i şu şekilde bölüntülesinler

X = [X1; X2]

ve sonra bir regresyon modeli düşünelim

Y = X1�1 +X2�2 + ":

Daha sonra ise, PX2 = X2(X
0
2X2)

�1X
0
2 ve MX2 = I � PX2 olsun. Ek olarak,

V̂1 = MX2X1 ve Û = MX2Y olsun, yani X1�in sütunlar¬n¬n X2 üzerine olan

regresyonundan V̂1 kal¬nt¬matrisi olarak elde edilsin ve Y �nin X2 üzerine olan

regresyonundan Û kal¬nt¬matrisi olarak elde edilsin.

Teorem 2.1. Şu tahminciler eşde¼gerlidir: 1. Y �ninX1 veX2 üzerine regresyonundan

elde edilen (�̂
0
1; �̂

0
2)
0 vektörler tahmininin �̂1 bileşeni; 2. Y �nin V̂1 üzerine regresyonundan

elde edilen ~�1; 3. Û�in V̂1 üzerine regresyonundan elde edilen ��1.

·Ispat. Yukar¬da denklem (1) de gösterilen olguyu hat¬rlay¬n¬z:

(2) 
̂ , ancak ve ancak Z 0(Y � Z
̂) = 0 ise, Y �nin Z üzerindeki OLS�idir:

Şunu yazal¬m

Y = X1�̂1 +X2�̂2 + ê = V̂1�̂1 + (X1 � V̂1)�̂1 +X2�̂2 + ê| {z }
�̂

:



13

Yukar¬daki olgu (2) kullan¬larak �̂1 = ��1 eşitli¼gi ancak ve ancak V̂
0
1 �̂ = 0 ise

gerçekleşir. Son ç¬karsama şuradan gelir: V̂1 = MX2X1 2yay¬lma(X)�den dolay¬
V̂ 01 ê = 0, X

0
2V̂1 = X

0
2MX2X1 = 0 ve (X1 � V̂1)0V̂1 = (PX2X1)

0MX2X1 = 0.

�̂1 =
��1 eşitli¼gini göstermek için, şöyle yazal¬m

MX2Y =MX2(X1�̂1 +X2�̂2 + ê);

bu da eşde¼ger olarak şu şekilde belirtilebilir (MX2X2 = 0 oldu¼guna dikkat ediniz)bU = bV1�̂1 +MX2 ê:bV 01MX2 ê = (MX2X1)
0(MX2 ê) = X

0
1MX2 ê = V̂

0
1 ê = 0 oldu¼gu için; şu sonuç elde edilir

�̂1 =
��1:
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K¬smi Regresyonun Uygulamalar¬:
1. Yorum: �̂1 bir k¬smi regresyon katsay¬s¬d¬r.

2. Ortalamadan Fark Alma (De-meaning): E¼ger X2 = 1 ise, bu taktirde

MX2 = I � 1(101)�110 = I � 110=n ve MX2Y = Y � 1 �Y , MX2X1 = X1 � 1 �X 0
1�d¬r.

Bu sebeple, Y �nin bir sabit X2 = 1 ve di¼ger ba¼glaşt¬ranlar¬n bir kümesi olan X1

üzerine regresyonu şu şekilde elde edilenlerle ayn¬e¼gim katsay¬lar¬n¬verir: (1) Y �nin

kendi ortalamas¬ndan sapmas¬n¬n X1�in kendi ortalamas¬ndan sapmas¬ üzerine

regresyonu, veya (2) Y �ninX1�in kendi ortalamas¬ndan olan sapmas¬üzerine regresyonu.

3. Ayr¬Regresyonlar: E¼ger X1 ve X2 dikeysel ise, yani X 0
1X2 = 0, sonras¬nda

Y �ninX1 veX2 üzerine regresyonundan elde edilen �̂1, Y �ninX1 üzerine regresyonundan

elde edilen ~�1�e eşde¼gerdir. Bunu göstermek için şöyle yazal¬m Y = X1�̂1+(X2�̂2+

ê) ve, dikkat ediniz, X 0
1X2 = 0 ve X 0

1ê = 0 kullan¬larak X
0
1(X2�̂2+ ê) = 0�d¬r. Olgu

(2) kullan¬larak, �̂2 = ~�2 elde edilir.

4. D¬̧slanm¬̧s De¼gi̧sken Yanl¬l¬¼g¬(Omitted Variable Bias): E¼gerX1 veX2 dikeysel

de¼gil ise, yani X 0
1X2 6= 0, sonras¬nda Y �nin X1 ve X2 üzerine regresyonundan

elde edilen �̂1, Y �nin X1 üzerine regresyonundan elde edilen ~�1�e eşde¼ger de¼gildir.

Ancak, şunu gösterebiliriz

~�1 = (X
0
1X1)

�1X 0
1(X1�̂1 +X2�̂2 + ê) = �̂1 + (X

0
1X1)

�1X 0
1(X2�̂2):

Yani, "k¬sa" regresyondaki katsay¬, "uzun" regresyondaki katsay¬art¬"d¬̧slanm¬̧s"

terim olanX2�̂2�nin regresyona dahil olanX1 ba¼glaşt¬ran¬üzerine yap¬lan regresyonundan

elde edilen katsay¬ya eşittir. Buradaki ili̧skinin kitle için de kolayl¬kla kullan¬labilece¼gini

görebiliriz.

Örnek: Varsayal¬m Y kazanç, X1 e¼gitim ve X2 gözlemlenemeyen yetenek olsun.

"Uzun" katsay¬�̂1 ile "k¬sa" katsay¬~�1�i kaŗs¬laşt¬ral¬m.

2.3. ·Izdüşümler (Projections), R2 ve Varyans (De¼gi̧sirlik) Çözümlemesi
(ANOVA). Faydal¬bir uygulama R2�nin türetimidir; bu kriter, Y �deki de¼gi̧simin
ne kadar¬n¬nX�deki de¼gi̧sim ile aç¬kland¬¼g¬n¬gösterir. Orijinden geçen regresyonda,

aşa¼g¬daki varyans çözümlemesi ayr¬̧st¬rmas¬n¬gösterebiliriz (analysis of variance,
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ANOVA)

Y 0Y = bY 0bY + be0be:
Buradan R2 := bY 0bY =Y 0Y = 1� be0be=Y 0Y ve oluşum gere¼gi 0 � R2 � 1.
E¼ger regresyon kesme içeriyorsa, yukar¬daki de¼gerlerin ortalamadan fark¬n¬almak

mant¬kl¬d¬r. Bu durumda formül şuna dönüşür

(Y � �Y )0(Y � �Y ) = (Ŷ � �Y )0(Ŷ � �Y ) + be0be;
ve

R2 := (bY � �Y )0(bY � �Y )=((Y � �Y )0(Y � �Y )) = 1� be0be=(Y � �Y )0(Y � �Y );

burada 0 � R2 � 1�d¬r ve kal¬nt¬lar tan¬m gere¼gi, aşa¼g¬da gösterildi¼gi gibi, s¬f¬r

ortalamas¬na sahiptir.
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3. Sonlu Örneklemlerde Tahmin ve Basit Ç¬karsama

3.1. Gauss-Markov (GM) Modelinde Tahmin ve Ç¬karsama. GM modeli

(Y;X) verisi için ihtimal yasalar¬n¬n fP�; � 2 �g bir toplam¬d¬r ve şu özelliklere
sahiptir:

GM1 Y = X� + "; � 2 Rk do¼grusall¬k

GM2 kerte(X) = k özdeşleştirme (identi�cation)

GM3 E�[" j X] = 0 8 � 2 � dikeysellik, do¼gru belirginleştirme

(speci�cation), d¬̧ssall¬k (exogeneity)

GM4 E�[""
0 j X] = �2In�n 8 � 2 � küresellik (sphericality)

Burada, ihtimal modeli P��y¬tan¬mlayan � parametresi şunlardan oluşur

(�; �2; F"jX ; FX);

burada � regresyon parametre vektörü, �2 bozukluk varyans¬(variance of disturbances),

F"jX ; � hatalar¬n¬nX verildi¼ginde koşullu da¼g¬l¬m fonksiyonu (conditional distribution

function) ve FX iseX�in da¼g¬l¬m fonksiyonudur. Hem F�jX hem de FX belirginleştirilmemi̧slerdir

(unspeci�ed), yani parametrik de¼gillerdir (non-parametric).

Bu model hakiki (actual) verinin birçok gerçekçi özelli¼gini yok sayar, ancak

analiz için faydal¬bir başlang¬ç noktas¬d¬r. Ayr¬ca, bu bölümün ilerki k¬s¬mlar¬nda

hatalar¬n¬n da¼g¬l¬m¬n¬normal da¼g¬l¬m takip edecek şekilde k¬s¬tlayaca¼g¬z.

GM1 & GM3: Bu varsay¬mlar birlikte de¼gerlendirilmelidir, ancak GM3�ten
aşa¼g¬da daha detayl¬ bahsedilecektir. Model, parametrelerin ve hata teriminin

do¼grusal bir fonksiyonu olarak yaz¬labilir, yani yi = �
0xi+"i; burada GM3E[�ijxi] =

0 oldu¼gunu, ve, aşa¼g¬da da bahsedildi¼gi gibi, asl¬nda daha fazlas¬n¬da belirtir.

Burada ifade edilen, Y �nin koşullu ortalama fonksiyonunu parametrelerde do¼grusal

olan bir i̧slevsel biçim ile do¼gru şekilde belirginleştirdi¼gimizdir. Bu noktada, i̧slevsel

biçimleri yaklaşt¬rma teorisi ile nas¬l oluşturdu¼gumuzu hat¬rlayabiliriz. Bahsedilen

noktada, xt�yi baz¬basit ba¼glaşt¬ranlar olan f(wt)�nin dönüşümleri (transformations)

olarak oluşturmuştuk. Neticede, GM1 ve GM3 varsay¬mlar¬̧sunu belirtecek şekilde

yorumlanabilir: E[ytjwt] = E[ytjxt] = x0t�, bu da bir tam (perfect) i̧slevsel biçimle

ve yaklaşt¬rma hatas¬nümerik olarak önemsemeye de¼gmez oldu¼gunda çal¬̧st¬¼g¬m¬z
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bir varsay¬md¬r. Bir çok ekonomik i̧slevsel biçim belirtilen varsay¬mlar ile gayet iyi

eşleşmektedir.6

GM2: Özdeşleştirme.7 Bu varsay¬m aç¬klay¬c¬de¼gi̧skenlerin do¼grusal olarak

ba¼g¬ms¬z olduklar¬n¬ifade etmektedir. Takip eden örnek bu koşulun arkas¬ndaki

düşüncenin alt¬n¬ çizmektedir. Varsayal¬m şu ücret denklemini tahmin etmek

istiyorsunuz:

log(�ucreti) = �1 + �2e�gitimi + �3s�urei + �4tecr�ubei + "i

burada e�gitimi kaç y¬l okul e¼gitimi al¬nd¬¼g¬n¬, s�urei mevcut i̧ste çal¬̧s¬lan süreyi

ve tecr�ubei i̧sgücündeki tecrübeyi (yani şu anki i̧s dahil olmak üzere tüm i̧slerde

çal¬̧s¬lan toplam süreyi) göstermektedir.

Ancak örneklemde hiç kimsenin i̧sini de¼gi̧stirmedi¼gini düşünelim, yani tüm i�ler

için s�urei = tecr�ubei olsun. Bu eşitli¼gi regresyon denkleminde yerine koydu¼gumuzda

şunu görürüz:

log(�ucreti) = �1 + �2e�gitimi + (�3 + �4)tecr�ubei + "i:

Sonuçta �3 + �4 do¼grusal kombinasyonunu tahmin edebilirken �3 ve �4�ü ayr¬

ayr¬tahmin edemeyiz. Bu olay k¬smi özdeşleştirme (partial identi�cation) olarak

bilinir. Ekonometride bu durumla düşünüldü¼günün tersine s¬kça kaŗs¬laş¬l¬r.

GM3: Dikeysellik veya Kat¬ D¬̧ssall¬k (Strict Exogeneity). Burada,

bozukluk teriminin beklenen de¼geri aç¬klay¬c¬de¼gi̧skenlere ba¼gl¬de¼gildir:

E ["jX] = 0:

Dikkat ederseniz, bu sadece E ["ijxi] = 0 oldu¼gunu degil, ayn¬zamanda tüm j�ler

için E ["ijxj] = 0 oldu¼gunu ifade eder. Yani, i gözlemi için bozukluk teriminin

beklenen de¼geri sadece o gözlemin aç¬klay¬c¬de¼gi̧skenlerine de¼gil, ayn¬zamanda

di¼ger tüm gözlemlerin aç¬klay¬c¬de¼gi̧skenlerine de ba¼gl¬de¼gildir. Son ifade zaman

serileri için mant¬ks¬z bir koşul olabilse de, bu koşulu bir sonraki bölümde kald¬raca¼g¬z.

6Örne¼gin, Cobb-Douglas üretim fonksiyonu gibi do¼grusal olmayan bir model yi = AK�
i L

1��
i e"i

logaritmalar al¬narak kolayl¬kla do¼grusal bir modele dönüştürülebilir:

ln yi = lnA+ � lnKi + (1� �) lnLi + "i
Bu ayn¬zamanda daha önce türetti¼gimiz çokterimli yaklaşt¬rmalara güzel bir ba¼glant¬oluşturur.
Asl¬nda, yukar¬daki denkleme (lnL)2 ve (lnK)2 gibi ek terimler kat¬ld¬¼g¬nda bir translog i̧slevsel
biçimi elde edilir ve bu da ikinci dereceden bir çokterimli yaklaşt¬rmas¬d¬r. Aç¬kt¬r ki, yaklaşt¬rma
teorisi ve ekonomik modelleme aras¬ndaki ba¼glant¬lar¬keşfetmek için ilginç bir f¬rsat mevcuttur.
7Bu örnek ve aşa¼g¬daki örneklerden baz¬lar¬Raymond Guiterras taraf¬ndan haz¬rlanm¬̧st¬r.
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Ek olarak, daha önce de vurguland¬¼g¬üzere, bu varsay¬m koşullu ortalama fonksiyonunda

tam yaklaşt¬rma (perfect approximation) oldu¼gunu varsayd¬¼g¬ için de mant¬ks¬z

olabilir.

Bu varsay¬m¬n neden dikkatle de¼gerlendirilmesi gerekti¼gine yönelik başka bir

sebep de vard¬r. Ekonometrik analizin esas amaçlar¬ndan birinin nedensel ya da

yap¬sal etkileri ortaya ç¬kartmak oldu¼gunu hat¬rlay¬n¬z. E¼ger regresyonun nedensel

bir yorumlamas¬olacaksa, do¼gru nedensel denklemin bozukluklar¬

yi = x
0
i
 + ui

E[uijxi] = 0 gibi dikeysellik k¬s¬tlamalar¬n¬sa¼glamak zorundad¬r. Bu gerçekleşirse,
sonras¬nda nedensel etki fonksiyonu x0i
 regresyon denklemi x

0
i� ile çak¬̧sacakt¬r.

Aşa¼g¬daki standart örnek bu �kri netleştirmemizde yard¬mc¬olacakt¬r. Gelir ve

e¼gitim seviyesi ili̧skisi ve gerçek model hakk¬ndaki düşüncemiz şöyledir:

yi = 
1xi + ui; ui = 
2Ai + "i

burada xi e¼gitim seviyesi iken, ui ise yetenek etkisi olan 
2Ai�den ve xi, Ai ve "�dan

ba¼g¬ms¬z olan ikinci bir kal¬nt¬"i�den oluşmaktad¬r. Varsayal¬m hem e¼gitimin hem

de yetene¼gin ortalamadan fark¬al¬ns¬n, yani, xi ortalama e¼gitimden sapmay¬ölçsün

ve Ai ortalama yetenekten sapma olsun. Genel olarak, e¼gitim ile yetenek alakal¬d¬r,

yani

E[uijxi] = 
2E[Aijxi] 6= 0:
Bu nedenle, dikeysellik bozulmaktad¬r ve 
1�i yi�nin xi üzerine regresyonu ile

tahmin etmek mümkün de¼gildir. Ancak dikkat ederseniz, e¼ger yetenek olan Ai�yi

gözlemleyebilsek ve yi�nin e¼gitim xi ve yetenek Ai üzerine uzun regresyonunu

yapabilseydik, bu taktirde regresyon katsay¬lar¬olan �1 ve �2 vas¬tas¬yla nedensel

fonksiyonun katsay¬lar¬olan 
1 ve 
2 hesaplanabilecekti.

GM4: Küresellik. Bu varsay¬m iki önemli gereklili¼gi içerir. Bunlardan birincisi
eşit yay¬l¬m�d¬r (homoscedasticity): E ["2i jX] = �2; 8 i: Bunun manas¬, her bir
bozukluk teriminin koşullu varyans¬n¬n (conditional variance) tüm gözlemler için

ayn¬olmas¬d¬r. Bu genellikle gerçekçilikten oldukça uzak bir varsay¬md¬r.
·Ikinci koşul ise kendiyle ilgileşim olmamas¬�d¬r (nonautocorrelation): E ["i"jjX] =

0 8 i 6= j: Bunun manas¬ da herhangi iki farkl¬ gözleme ait bozukluklar¬n

ilgileşimsiz (uncorrelated) olmas¬d¬r. Zaman serisi verisinde bozukluklar ço¼gu kez

kendiyle ilgileşimlidir.



19

Ek olarak, bu varsay¬m dolayl¬olarak birçok ikili tepki modelini (binary response

models) (ve di¼ger kesikli tepki (discrete response) modellerini) ortadan kald¬r¬r.

Örne¼gin, varsayal¬m yi 2 f0; 1g olsun, bu durumda

yi = E[yijxi] + "i = Pr[yi = 1jxi] + "i;

burada "i�nin varyans¬P [yi = 1jxi](1�P [yi = 1jxi])�dir ve bu da xi�ye ba¼g¬ml¬d¬r;
bunun istisnas¬ ilgimizi çekmeyen P [yi = 1jxi] durumudur, bu da xi�ye ba¼g¬ml¬
de¼gildir.

3.2. Gauss-Markov Modelinde OLS�nin Özellikleri. ·Ilgimizi çeken, ��n¬n
çeşitli i̧slevselleridir, örne¼gin,

� �j, ��n¬n ilgilenebilece¼gimiz bir j-inci bileşeni,
� (x1�x0)0�, ba¼glaşt¬ran de¼gerlerindeki bir de¼gi̧siklikten kaynaklanan koşullu
ortalaman¬n bir k¬smi fark¬(partial di¤erence),

� @x(w)
@wk

0
�, koşullu ortalaman¬n temel (elementary) ba¼glaşt¬ran wk ile bir k¬smi

türevi.

Bu i̧slevseller şu biçim ile oluşur

c0� geçerli oldu¼gu c 2 RK için:

Bu durumda, �̂�n¬n etkinli¼gini (e¢ ciency) bu tür i̧slevselleri mümkün olabildi¼gi

kadar kesin (precise) tahmin etme yetene¼gi olarak tan¬mlamak mant¬kl¬d¬r.

Belirtilen varsay¬mlar ile, şu durumlar elde edilir

E�[�̂jX] = E�[(X 0X)�1X 0(X� + ") j X] = I� + 0 = � 8� 2 �:

Bu özellik ortalama-yans¬zl¬k (mean-unbiasedness) olarak adland¬r¬l¬r. Bununmanas¬

da, özellikle, do¼grusal i̧slevsellerin tahminlerinin de yans¬z oldu¼gudur E�[c0�̂jX] =
c0�.

Şimdi, regresyon katsay¬s¬� için OLS�nin etkinli¼gini di¼ger tahminciler ile kaŗs¬laşt¬ral¬m.

Rekabet edecek aday tahminci ~� do¼grusal ve yans¬z olsun. Do¼grusall¬¼g¬n manas¬
~� = a+AY olmas¬d¬r, burada a ve A; X�in ölçülebilir fonksiyonudur (measurable

function) ve tüm � içindeki � için E�[~�jX] = ��d¬r. Dikkat ederseniz, yans¬zl¬k

koşulu tüm � 2 Rk için a+ AX� = � olmas¬n¬gerektirir. Yani,

AX = I ve a = 0�d¬r:
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Teorem 3.1. Gauss-Markov Teoremi. GM modelinde, X üzerine koşullu olarak,

��n¬n en küçük varyans do¼grusal yans¬z tahmincisi (EVDYT, minimum variance

linear unbiased estimator, MVLUE) �̂�d¬r; bunun manas¬ da herhangi bir di¼ger

do¼grusal yans¬z tahminci ~��n¬n şu ilişkiyi sa¼glayaca¼g¬d¬r:

Var�[c0~� j x] � Var�[c0�̂ j X]; 8c 2 RK ; 8� 2 �:

Yukar¬daki özellik şuna denktir: c0Var�[~� j X]c � c0Var�[�̂ j X]c � 0 8c 2
RK ; 8� 2 �; bu da şunu söylemekle ayn¬d¬r

Var�[~� j X]�Var�[�̂ j X] ; 8� 2 � için pozitif tan¬ml¬d¬r :

Örnek. Varsayal¬m yt kazançlar¬, xt al¬nan e¼gitim süresini temsil etsin. E¼gitim

süresindeki de¼gi̧sikli¼gin ortalama etkisi şudur E[yt j xt = x�] � E[yt j xt = x] =

(x� � x)0�. GM Teoremi kullan¬larak, (x� � x)0� için (x� � x)0�̂ EVDYT�dir.

Örnek. OLS�in bir rakibi WLS�dir (weighted least squares, a¼g¬rl¬kl¬en küçük
kareler) ve a¼g¬rl¬klar¬W = diag(w(x1); :::; w(xn))�dir. WLS şunu çözer: min� En[(yt�
x0t�)

2w(xt)], veya, denk olarak min�(Y � X�)0W (Y � X�). Çözüm �̂WLS =

(X 0WX)�1X 0WY �d¬r ve �̂WLS do¼grusal ve yans¬zd¬r (bunu gösteriniz). GM1-GM4

varsay¬mlar¬alt¬ndaWLS, OLS ile çak¬̧smad¬¼g¬müddetçe, OLS�ten daha az etkindir.

3.3. GMTeorem�inin ·Ispat¬. Notasyonda, � ile endekslemeden vazgeçelim. Yans¬zl¬¼g¬n
sa¼glamas¬yukar¬da yap¬lm¬̧st¬. Herhangi bir başka yans¬z tahminciyi ele alal¬m:
~� = AY: Yans¬zl¬k özelli¼gi ile, AX = I�d¬r: Şu hususlar¬gözlemleyebiliriz: var[c0~� j
X] = c0AA0c�2 ve var[c0�̂ j X] = c0(X 0X)�1c � �2. Aşa¼g¬daki eşitli¼gi göstermemiz
yeterlidir

var[c0~� j X]� var[c0�̂ j X] = var[c0~� � c0�̂ j X];
çünkü sa¼g taraf negatif de¼gildir. Şunu yazal¬m

var[c0~� � c0�̂ j X] = var[c0(A� (X 0X)�1X 0)| {z }
M

(X� + �) j X]

= var[M" j X] = E[M""0M 0 j X] =MM 0�2 (A4�ten dolay¬)

= c0[AA0 � (X 0X)�1]c � �2 ((= AX = I)

= c0AA0c�2 � c0(X 0X)�1c � �2�
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Aç¬klama: Bu ispat, portföy teorisi ve Hausman-türü testler gibi birçok yerde
kullan¬lan genel bir prensibi göstermektedir. Dikkat ederseniz, fark¬n varyans¬,

kovaryans¬(eşde¼gi̧sirlik, covariance) gerektirmeyen çok basit bir yap¬ya sahiptir:

var[c0~� � c0�̂ j X] = var[c0~� j X]� var[c0�̂ j X]

Bunun sebebi şudur

cov[c0~�; c0�̂ j X] = var[c0�̂ j X]:
Bunun manas¬da etkinsiz tahmin (ine¢ cient estimate) c0~� şuna eşittir: etkin bir

tahmin olan c0�̂ art¬ etkin tahmin ile ilgileşimsiz (uncorrelated) ek bir tahmin

rastsal¬(noise).

3.4. OLS�in Rakipleri ve Alternati�eri. Bölüm I. Şu örnekleri de¼gerlendirelim.

Örnek [Uzman (expert) Tahminlerine karş¬OLS ] Bir uygulama olarak, varsayal¬m
� = (�1; :::�k)

0 olsun; burada �1 bir ürünün talep elastikiyetini ölçer. Bahsetti¼gimiz

tan¬mlar ve GM teoremi çerçevesinde, iki tahminciyi analiz edelim ve kaŗs¬laşt¬ral¬m:

sabit tahmin ��1 = 1 bir endüstriyel organizasyon uzman¬ taraf¬ndan sa¼glanm¬̧s

olsun ve �̂1 s¬radan enküçük kareler tahmini olarak elde edilsin.

� Hangi durumda bunlardan birini di¼gerine tercih edersiniz?
� GM teoremi bu karar ile alakal¬m¬d¬r?

Uzman tahmini, OLS�ten ortalama kare hata aç¬s¬ndan daha iyi olabilir:

E�[(�
� � �)2] < E�[(�̂ � �)2]

bu baz¬veya birçok � 2 � de¼gerleri için geçerlidir, bu da do¼grusal i̧slevsellerin

daha küçük tahmin hatas¬yapt¬¼g¬manas¬na gelir. Karar¬n kritik yönü ��n¬n de¼geri

hakk¬nda ne düşündü¼gümüzdür. Daha detayl¬bilgi için Bölüm 3.9�a da bak¬n¬z.

Örnek [Fire (shrinkage) Tahminlerine karş¬ OLS ] Fire tahmincileri ö¼grenme
teorisinde yeniden gündeme gelmektedir, bu da regresyon çözümlemesi demenin

modern bir yoludur.

Fire tahmincilerinin bir örne¼gi, şu örne¼gi çözendir:

min
b
[(Y �Xb)0(Y �Xb)=2 + �(b� ��)X 0X(b� ��)]
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·Ilk terime sadakat/do¼gruluk (�delity) denir, çünkü uyum iyili¼gini (goodness of

�t) sözkonusu veri için ödüllendirir. ·Ikinci terime ise �re denir, çünkü Xb�nin

önsel (a priori) olarak (teori ya da başka verisetleri ile yap¬lan tahmin sonuçlar¬vs

de¼gerlendirildi¼ginde) makul oldu¼gunu düşündü¼gümüzX�� de¼gerlerinden sapmalar¬n¬

cezaland¬r¬r. Yukar¬daki tahminci için normal denklemler şu şekilde ifade edilir:

X 0(Y �X~�) + �X 0X(~� � ��) = 0;

ve ~� için çözüldü¼günde şu elde edilir

~� = (X 0X(1 + �))�1(X 0Y + �X 0X��) =
�̂

1 + �
+

�

1 + �
��

Dikkat ederseniz, � = 0�a eşitlendi¼ginde OLS�in �̂�s¬elde edilir ve � � 1 oldu¼gunda

uzman tahmini �� elde edilir.

��n¬n seçimi s¬kça uygulamac¬lara (practitioners) b¬rak¬l¬r. Tahmin amac¬na

yönelik olarak, � ortalama kare hatay¬minimize edecek şekilde seçilebilir. Bu da

çapraz geçerleme (cross-validation) denen bir yolla elde edilebilir.
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3.5. GM�da Normallik Varsay¬m¬Alt¬nda Sonlu Örneklem Ç¬karsamas¬.
Ç¬karsama amac¬yla, OLS�nin varyans¬n¬tahmin etmemiz gerekir. �2(X 0X)�1 için

yans¬z bir tahmini s2(X 0X)�1 olarak oluşturabiliriz; burada

s2 = be0be=(n�K)�d¬r:
E�[s

2jX] = �2�in yans¬zl¬¼g¬şuradan gelir

E�[be0bejX] = E�["0MX"jX] = E�[tr(MX""
0)jX]

= tr(MXE[""
0jX]) = tr(MX�

2I)

= �2tr(I � PX) = �2(tr(In)� tr(PX)) = �2(tr(In)� tr(IK)) = �2(n�K);

burada şunlar¬kulland¬k: tr(AB) = tr(BA), iz�in (trace) ve beklenti i̧slemcisinin

do¼grusall¬¼g¬ve tr(PX) = tr((X 0X)�1X 0X) = tr(IK) oldu¼gu.

Ayn¬zamanda önemli bir ek varsay¬m¬da eklememiz gerekti:

GM5. "jX � N(0; �2I) Normallik

Bu şekilde, Y �ninX verildi¼gindeki koşullu da¼g¬l¬m modelimiz parametrik hale geldi

ve koşullu da¼g¬l¬m¬n parametre vektörünü � = (�; �2)�a eksiltti (reduced).

Normallik varsay¬m¬nas¬l hakl¬ç¬kart¬labilir? Baz¬deneme yan¬lma yöntemleri

tart¬̧s¬labilir.

Teorem 3.2. GM.1-GM.5 varsay¬mlar¬alt¬nda şunlar do¼grudur:

1. �̂jX � N(�; �2(X 0X)�1), Zj := (�̂j � �j)=
q
�2(X 0X)�1jj � N(0; 1).

2. (n�K)s2=�2 � �2(n�K).
3. s2 ve �̂ ba¼g¬ms¬zd¬rlar.

4. tj := (�̂j��j)=se(�̂j) � t(n�K) � N(0; 1); şunun için se(�̂j) =
q
s2(X 0X)�1jj ;

yaklaş¬kl¬k � ise (n�K) � 30 oldu¼gunda do¼grudur (accurate).

3.6. 3.2 Teoreminin ispat¬. Şu olgular¬kullanaca¼g¬z:

(a) bir normal da¼g¬l¬m¬n do¼grusal fonksiyonu bir normaldir, yani e¼ger Z �
N(0;
) ise, o zaman AZ � N(0; A
A0),

(b) e¼ger iki normal vektör ilgileşimsiz ise, o zaman ikisi ba¼g¬ms¬zd¬rlar,

(c) e¼ger Z � N(0; I) ve Q simetrik ve denkgüçlü (idempotent) ise, o zaman

Z 0QZ � �2kerte(Q))�d¬r,
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(d) e¼ger bir standart normal de¼gi̧sken N(0; 1) ve ki-kare (chi-square) de¼gi̧sken

�2(J) ba¼g¬ms¬z iseler, o zaman t(J) = N(0; 1)=
p
�2(J)=J bir J serbestlik

dereceli (degrees of freedom) Student t de¼gi̧skeni (Student�s t) olarak adland¬r¬l¬r.

Özelllik (a)-(c)�nin ispat¬n¬ödev olarak gösteriniz.

Şimdi şu iddialar¬n herbirini ispatlayal¬m:

(1) ê =MX" ve �̂�� = (X 0X)�1X 0" s¬f¬r ortalama ile birleşik olarak normaldirler,

çünkü bir normal vektörün do¼grusal fonksiyonu normaldir.

(2) ê ve �̂ ilgileşimsizdirler, çünkü kovaryanslar¬�2(X 0X)�1X 0MX = 0�a eşittir

ve bu sebeple birleşik normallikten dolay¬ba¼g¬ms¬zd¬rlar. s2 ise ê�in bir

fonksiyonudur, yani �̂�ten ba¼g¬ms¬zd¬r.

(3)

(n�K)s2=�2 = ("=�)0MX("=�) � �2(kerte(MX)) = �
2(n�K):

(4) Özellikler 1-3 ile şunlar¬gösterebiliriz

tj = Zj

.p
(s2=�2) � N(0; 1)

.p
�2(n�K)=(n�K) � t(n�K):

�
Özellik 4 önsav s¬namas¬ (hypothesis testing) yapmam¬z¬ ve güven aral¬klar¬

(con�dence intervals) kurmam¬z¬sa¼glar. Şu olaya (event) sahibiz

tj 2 [t�=2; t1��=2] �nin ihtimali 1� ��d¬r;

burada t�; bir t(n�K) de¼gi̧skeninin �-bölütünü ifade eder. Bu nedenle, �j�yi 1��
ihtimali ile kapsayan bir güven bölgesi (con�dence region) şu şekilde ifade edilir

I1�� = [�̂j � t1��=2se(�̂j)]:

Bu da olay �j 2 I1���n¬n olay tj 2 [t�=2; t1��=2]�a eşde¼ger olmas¬ndan ortaya ç¬kar.
Ayr¬ca, şunu s¬namak için

Ho : �j = 0 kaŗs¬Ha : �j > 0

tj = (�̂j�0)=se(�̂j) � t1���in bir kritik de¼ger olarak sa¼gland¬¼g¬n¬kontrol ediyoruz.
Geleneksel uygulama, kritik de¼ger t1���¬n öyle seçilmesidir ki, s¬f¬r önsav¬n¬(null

hypothesis) do¼gru iken hatal¬ şekilde reddetmenin ihtimali çok küçük bir de¼ger

olan ��ya eşit olsun; burada ��n¬n kanonik (canonical) seçimi 0:01, 0:05 veya 0:1�e
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eşittir. S¬f¬r önsav¬alt¬nda, tj bir t(n � K) da¼g¬l¬m¬takip eder, t1�� de¼gerini de
standart tablolardan bulabiliriz.

Şunu test etmek için

Ho : �j = 0 kaŗs¬Ha : �j 6= 0

jtjj � t1��=2 olup olmad¬¼g¬na bak¬yoruz. Kritik de¼ger t1��=2 ise hatal¬ret ihtimali
� olacak şekilde seçilir.

Sadece "reddet" veya "reddetme" sonuçlar¬n¬bildirmek yerine p-de¼gerini (p-value)

�s¬f¬r önsav¬alt¬nda tj�ye eşit ya da bundan büyük bir istatisti¼gi görme ihtimalini,

bildirmek de yayg¬n bir uygulamad¬r:

Pj = 1� Pr[t(n�K) � t]
���
t=tj

tek yanl¬almaş¬klar (one sided alternatives) için, ve jtjj

Pj = 1� Pr[�t � t(n�K) � t]
���
t=jtj j

ise iki yanl¬almaş¬klar içindir. Pr[t(n � K) � t] ihtimali, t(n � K)�nin da¼g¬l¬m
fonksiyonudur, bu da Student da¼g¬l¬m¬ile s¬ralan¬r (tabulated).

P-de¼gerleri, önsav s¬namas¬için t-istatistiklerini kullanmaya eşde¼ger şekilde kullan¬labilir.

Gerçekten de, bir önsav¬e¼ger Pj � � ise reddedebiliriz.
Örnek. Temin�in Roma Bu¼gday Fiyatlar¬. Temin, bir mesafe indirim

modeli (distance discount model) tahmin etmi̧stir:

fiyati = �1 + �2 �mesafei + �i; i = 1; :::; 6

burada fiyati Roma eyaletlerinde bu¼gday¬n �yat¬ ve mesafei ise i eyaletinin

Roma�ya olan uzakl¬¼g¬d¬r. Tahmin edilen model şudur

fiyati = �1:09
(0:49)

� 0:0012
(0:0003)

�mesafei + �̂i; R2 = 0:79;

standart hatalar parantez içinde gösterilmi̧stir. S¬nama �2 = 0�a kaŗs¬�2 < 0

için kullan¬lan t istatisti¼gi t2 = �3:9�dur. Tek yanl¬s¬nama için P-de¼geri P2 =
P [t(4) < �3:9] = 0:008�dir: �2 için bir %90 güven bölgesi [�0:0018;�0:0005]�tir;
bu da [�̂2 � t0:95(4) � se(�̂2)] = [0:0012� 2:13 � 0:0003] olarak hesaplan¬r.
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Teorem 3.3. GM1-GM5 varsay¬mlar¬ alt¬nda, �̂ en çok olabilirlik tahmincisi

(maximum likelihood estimator) ve ayn¬zamanda ��n¬n en küçük varyans yans¬z

tahmincisidir.

·Ispat. Bu ispat, �̂�in varyans¬n¬n yans¬z tahminciler için Cramer-Rao alt s¬n¬r¬n¬
(Cramer-Rao lower bound) sa¼glad¬¼g¬n¬do¼grulayarak gösterilir. Bu durumda, yi�nin

yi = y�deki xi üzerine koşullu yo¼gunlu¼gu şu şekildedir

f(yjxi; �; �2) =
1p
2��2

expf� 1

2�2
(y � x0i�)2g:

Böylece, olabilirlik fonksiyonu şudur

L(b; �2) =

nY
i=1

f(yijxi; b; �2) =
1

(2��2)n=2
expf� 1

2�2
(Y �Xb)0(Y �Xb)g:

Burada OLS �̂�n¬n � üzerinde olabilirlik fonksiyonunu ençoklad¬¼g¬kolayca görülebilir

(bunu kontrol ediniz).

Burada, � = (�; �2)�¬n yans¬z tahmincilerinin varyans¬n¬n (koşullu) Cramer-Rao

alt s¬n¬r¬şuna eşittir (sa¼glamas¬n¬yap¬n¬z)�
�E

�
@2 lnL

@�@�0

���X���1 = " �2(X 0X)�1 0

0 2�4=n

#
:

Buradan da enküçük karelerin alt s¬n¬r¬sa¼glad¬¼g¬ç¬kart¬l¬r.

3.7. OLS�in Rakipleri ve Alternati�eri. Bölüm II. Hatalar normal da¼g¬lmad¬¼g¬

taktirde, OLS�in di¼ger tahmincilere göre performans¬ciddi ölçüde kötüleşebilir.

Örnek. Koenker and Bassett (1978) çal¬̧smas¬.

3.8. D¬̧slanm¬̧s Buluşsal Yöntemler (Omitted Heuristics): "�un normalli¼gi
nereden gelmektedir? Poincare: �Herkes Gauss�un hata yasas¬na (law of error)
inanmaktad¬r; deneyciler bunun bir matematik teoremi oldu¼gunu düşündükleri

için, matematikçiler ise deneysel bir olgu oldu¼gunu düşündükleri için."

Gauss (1809) enküçük karelerin ençok olabilirlik tahmini oldu¼gu bir hata da¼g¬l¬m¬

oluşturmak için geriye dönük çal¬̧sm¬̧st¬r. Bu nedenle, normal da¼g¬l¬ma bazen

Gausçu da (Gaussian) denmektedir.

Merkezi Limit Teoremi (MLT, Central Limit Theorem, CLT)"ispat¬":

Ekonometride, Haavelmo, 1944�teki Econometrica�da yay¬nlanan "Probability

Approach to Econometrics (Ekonometriye Olas¬l¬k Yaklaş¬m¬)" makalesinde, bu
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ispat¬n seçkin bir destekçisi olmuştur. MLT ispat¬nda, her bir hata "i�nin büyük

say¬daki küçük ve ba¼g¬ms¬z basit (elementary) hatalar olan vij�nin toplam¬oldu¼gu

düşünülür, bu sebeple de bu hatalar merkezi limit teoremi ¬̧s¬¼g¬nda yaklaş¬k olarak

Gausçu�dur.

E¼ger basit hatalar olan vij; j = 1; 2; ::: s¬f¬r ortalamal¬, özdeş ve ba¼g¬ms¬z da¼g¬l¬ml¬

(i.i.d., identically and independently distributed) ise ve E[v2ij] < 1 ise, o zaman

büyük N için

"i =
p
N

"PN
j=1 vij

N

#
�d N(0; Ev2ij);

bu MLT�den elde edilmektedir.

Ancak, e¼ger basit hatalar vij iid ve simetrik iseler ve E[v2ij] = 1 ise, o zaman

büyük N için (vij�nin kuyruk (tail) hareketlerine getirilecek ek teknik k¬s¬tlar ile)

"i = N
1� 1

�

"PN
j=1 vij

N

#
�d Kararl{ (Stable)�d¬r

burada � en büyük sonlu beklemdir (�nite moment): � = supfp : Ejvijjp < 1g:
Bu da Khinchine ve Levy taraf¬ndan ispat edilen MLT�den gelmektedir. Kararl¬

da¼g¬l¬mlar ayn¬zamanda toplam-kararl¬ (sum-stable) ve Pareto-Levy da¼g¬l¬mlar¬

olarak da adland¬r¬l¬rlar.

Simetrik kararl¬da¼g¬l¬mlar¬n yo¼gunluklar¬yaklaş¬k olarak güç fonksiyonlar¬(power

functions) gibi hareket eden kal¬n kuyruklara (thick tails) sahiptirler; kuyruklarda

� < 2 ile x 7! sabit � jxj���d¬r.
Başka bir ilginç ek gözlem: E¼ger � > 1 ise, örneklem ortalamas¬olan

PN
j=1 vij=N

bir yak¬nsayan istatistiktir (converging statistic), e¼ger � < 1 ise örneklem ortalamas¬

olan
PN

j=1 vij=N bir ¬raksayan istatistiktir (diverging statistic), bunun da farkl¬laşma

ve farkl¬laşmama (diversi�cation and non-diversi�cation) için ilginç uygulamalar¬

vard¬r. (Son husus için bkz. R. Ibragimov�un çal¬̧smalar¬).

Referanslar: Embrechts et al. Modelling Extremal Events (Uç Olaylar¬Modelleme)
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3.9. Genel Do¼grusal K¬s¬tlamalar ile S¬nama ve Tahmin Etme. Şimdi de
şu şekilde verilen bir do¼grusal eşitlik k¬s¬tlamas¬n¬s¬namay¬düşünelim

H0 : R� = r; kerteR = p:

burada R bir p�K matrisi ve r ise p-vektörüdür. Varsay¬m olarak R�nin tam sat¬r

kertesinin olmas¬(full row rank) basitçe art¬k k¬s¬tlamalar¬n (redundant restrictions)

olmad¬¼g¬n¬ ifade eder � yani di¼ger k¬s¬tlamalar¬n do¼grusal kombinasyonu olarak

yaz¬labilecek k¬s¬tlamalar mevcut de¼gildir. Almaş¬k ise şudur

H0 : R� 6= r:

Bu düzenleme birçok önsav¬s¬namam¬za imkan sa¼glar. Örne¼gin,

R = [0; 1; 0; ::; 0] r = 0 şu k¬s¬tlamay¬oluştur �2 = 0

R = [1; 1; 0; :::; 0] r = 1 şu k¬s¬tlamay¬oluştur �1 + �2 = 1

R = [0p�(K�p)Ip�p] r = (0; 0; :::)
0 şu k¬s¬tlamay¬oluştur �K�p+1 = 0; :::; �K = 0:

H0�¬s¬namak için, Wald istatisti¼ginin bir kritik de¼geri geçip geçmedi¼gine bak¬yoruz:

W := (R�̂ � r)0[dV ar(R�̂)]�1(R�̂ � r) > c�;
burada kritik de¼ger olan c� s¬f¬r önsav¬do¼gru iken hatal¬ ret ihtimali ��ya eşit

olacak şekilde seçilmektedir. GM1-5 ile, şunu kabul edebiliriz

(3) dV ar(R�̂) = s2R(X 0X)�1R0:

Şunu ç¬kartabilirizW0 = (R�̂�r)0[�2R(X 0X)�1R0]�1(R�̂�r) = N(0; Ip)2 � �2(p)
ve bu da s2=�2 � �2(n �K)=(n �K)�¬sa¼glayan s2�den ba¼g¬ms¬zd¬r. Bu sebeple,
şunu ç¬kartabiliriz

W=p = (W0=p)=(s
2=�2) � �2(p)=p

�(n�K)=(n�K) � F (p; n�K);

burada c�; F (p; n � K) çarp¬ p�nin �-bölütü olarak al¬nabilir. Buradaki W=p

istatisti¼gine F istatisti¼gi (F-statistic) denir.

Hipotezi test etmenin di¼ger bir yolu mesafe fonksiyonu (distance function, DF)

testidir (yar¬-olabilirlik oran¬s¬namas¬, quasi likelihood ratio test) ve bu da ölçüt

(criterion) fonksiyonunun k¬s¬ts¬z (unrestricted) tahmini ve k¬s¬tl¬(restricted) tahmininden



29

elde edilen de¼gerlerinin fark¬na ba¼gl¬d¬r:

Qn(�̂R)�Qn(�̂);

bizim durumumuz için şunlar geçerlidir Qn(b) = (Y � X 0b)0(Y � X 0b)=n, �̂ =

argminb2RK Qn(b) ve

�̂R = arg min
b2RK :Rb=r

Qn(b)

Aşa¼g¬daki eşde¼gerlik, (3)�te belirtilen kurgu için de geçerli olmaktad¬r:

DF = n[Qn(�̂R)�Qn(�̂)]=s2 = W;

yani, mesafe fonksiyonu testinin kullan¬lmas¬Wald testi kullan¬lmas¬na denktir.

Bu denklik daha genel olarak GM modeli d¬̧s¬nda geçerli de¼gildir.

Başka bir önemli test prensibi de LM test prensibidir; bu da Lagrange Çarpan¬n¬n

(Multiplier) yukar¬da belirtilen k¬s¬tlamal¬optimizasyon problemi de¼geri üzerinden

hesaplan¬r. Problem için Lagrange de¼geri şudur

L = nQn(b)=2 + �0(Rb� r):

Optimumu tan¬mlayan koşullar şunlard¬r

X 0(Y �Xb) +R0� = 0; Rb� r = 0

Bu denklemler çözüldü¼günde şunu elde ederiz

�̂R = (X
0X)�1(X 0Y +R0�̂) = �̂ + (X 0X)�1R0�̂

b = �̂R de¼gerini Rb � r = 0 k¬s¬t¬na koydu¼gumuzda, R(�̂ + (X 0X)�1R0�̂) � r = 0
de¼geri elde edilir, ya da

�̂ = �[R(X 0X)�1R0]�1(R�̂ � r):

·Iktisatta çarpan, bir k¬s¬t¬n gölge �yat¬(shadow price) olarak adland¬r¬l¬r. S¬nama

problemimizde, e¼ger k¬s¬t¬n �yat¬çok yüksek ise, hipotezi reddederiz. Test istatisti¼gi

şu formu al¬r:

LM = �̂
0
[dV ar(�̂)]�1�̂;

Bizim durumumuzda, dV ar(R�̂) = s2R(X 0X)�1R0 için, şu de¼geri kullanabilirizbV ar(�̂) = [R(X 0X)�1R0]�1dV ar(R�̂)[R0(X 0X)�1R]�1
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Bu kurgu bizim özel örne¼gimiz için şu eşde¼gerli¼gi de vermektedir

LM = W:

Bu eşitli¼gin do¼grusal olmayan tahminciler için geçerli olmas¬n¬n gerekmedi¼gine

dikkat ediniz (asl¬nda genel olarak bu istatistikler için yanaş¬k (asymptotic) eşde¼gerlik

geçerlidir).

Yukar¬da k¬s¬tlamal¬tahmini de türetmi̧stik:

�̂R = �̂ � (X 0X)�1R0[R(X 0X)�1R0]�1(R�̂ � r):

S¬f¬r önsav¬do¼gru oldu¼gunda, şunu gösterebiliriz

E[�̂RjX] = �

ve

V ar[�̂RjX] = FV ar(�̂jX)F 0; F = (I � (X 0X)�1R0[R(X 0X)�1R0]�1R):

Matris anlam¬nda, şunu göstermek zor de¼gildir

V ar[�̂RjX] � V ar[�̂jX]

ve dolay¬s¬yla ROLS (restricted, k¬s¬tl¬) �̂R yans¬zd¬r ve OLS�den daha etkindir.

Bu eşitsizli¼gin sa¼glamas¬do¼grudan yap¬labilir; bu sonucu göstermenin başka bir

yolu aşa¼g¬da verilmi̧stir. Bu GM teoremi ile çeli̧smekte midir? Hay¬r. Neden?

Ortaya ç¬kmaktad¬r ki, GMmodelinde k¬s¬tlamal¬parametre f� 2 RK : R� = rg
ile, ROLS en küçük varyans yans¬z do¼grusal tahmincidir. Benzer şekilde, GM

normal modelinde k¬s¬tlamal¬ parametre f� 2 RK : R� = rg ile, ROLS ayn¬
zamanda en küçük varyans yans¬z tahmincidir. Dikkat ederseniz, daha önceden

k¬s¬tlamas¬z parametre uzay¬olan f� 2 RKg ile çal¬̧sm¬̧st¬k.
K¬s¬tlanm¬̧s regresyon problemi k¬s¬tlamas¬z bir regresyona dönüştürülebilir. Bu

husus ilk olarak �1 + �2 = 1 k¬s¬tlamas¬kullan¬lan bir örnekle gösterilebilir. Şunu

yaz¬n¬z

Y = X1�1+X2�2+� = X1(�1+�2�1)+X2�2�X1(�2�1)+� = (X2�X1)�2�X1+�

veya

Y �X1 = (X2 �X1)�2 + �;
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Yeni modelin Gauss-Markov varsay¬mlar¬n¬sa¼glad¬¼g¬n¬kolayl¬kla kontrol etmek şu

parametre uzay¬ile mümkündür

� = (�2; �
2; F�jX ; FX);

burada �2 2 R k¬s¬tlamas¬zd¬r. Yani, son ifadeye LS uygulanarak elde edilen

�̂R2 etkin do¼grusal tahmincidir (normallik varsay¬m¬nda etkin tahminci). Benzer

durum �̂R1 = 1� �̂R2 için de geçerlidir, çünkü bu �̂R2�nin do¼grusal bir i̧slevselidir.
Bu sebeple, ROLS �̂R k¬s¬tlamas¬z do¼grusal en küçük kareler tahmincisi olan �̂2�den

daha etkindir.

Bu �kir rahatl¬kla genelleştirilebilir. Genel durumu bozmayacak şekilde, ba¼glaşt¬ranlar¬n

s¬ralamas¬n¬yeniden düzenleyebiliriz, şöyle ki

R = [R1 R2];

burada R1 bir tam kerte p olan p � p matrisidir. H0 : R� = r�yi uygulamak,

R1�1 +R2�2 = r veya �1 = R
�1
1 (r �R2�2)�ye eşde¼ger olur, bu durumda da

Y = X1�1 +X2�2 + �
H0= X1(R

�1
1 (r �R2�2)) +X2�2 + �;

bu da şunu gösterir

Y �X1R
�1
1 r = (X2 �X1R

�1
1 R2)�2 + ��dur:

Bu da bize tekrar yeni bir ba¼g¬ml¬de¼gi̧skenli ve yeni bir ba¼glaşt¬ranl¬model verir

ve önceki GM çerçevesine uygun olur. Bu çerçevede �̂2R tahmini ve ayn¬zamanda

�̂1R = R
�1
1 (r �R2�̂2R) tahmini etkindir.

3.10. Sonlu Örneklemde Normallik Olmadan Ç¬karsama. Sonlu-örneklemde
Monte-Carlo (MC) yönteminin temel �kri aşa¼g¬daki örnekle şu şekilde gösterilebilir.

Örnek 1. Varsayal¬m Y = X�+�, E[�jX] = 0, E[��0jX] = �2I, � = (�1; :::�n)0 =
�U olsun, burada

(4) U = (U1; :::; Un)jX , FU kural¬ile iid�dir

burada kullan¬lan FU bilinmektedir. Örne¼gin, FU = t(3) al¬n¬rsa, birçok �nansal

getiri verisetlerinin özelliklerini FU = N(0; 1)�den daha iyi sa¼glayacakt¬r.
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Şimdi H0 : �j = �
0
j�a kaŗs¬HA : �j > �

0
j�yi s¬nad¬¼g¬m¬z¬düşünelim. H0 alt¬nda

(5) tj =
�̂j � �0jq
s2(X 0X)�1jj

H0 ile=
((X 0X)�1X 0�)jq
�0MX�
n�K (X

0X)�1jj

=
((X 0X)�1X 0U)jq
U 0MXU
n�K (X 0X)�1jj

Dikkat ederseniz bu istatistik bilinmeyen parametre �2�yi hoş bir şekilde sadeleştirmektedir.

Bu testin p-de¼geri Monte-Carlo ile hesaplanabilir. T-istatisti¼ginin H0 alt¬nda

üretilebilecek çekim (draw) de¼gerlerini simule edelim:

(6) ft�j;d; d = 1; :::; Bg;

burada d çekim de¼gerlerini s¬ralar, B toplam çekim say¬s¬d¬r ve büyük olmas¬

gerekmektedir. Her bir çekim de¼geri t�j;d�yi oluşturmak için, U�nun (4)�a ba¼gl¬

olarak çekimlerini oluştural¬m ve bunlar¬(5)�in sa¼g taraf¬na oturtal¬m. Sonras¬nda

p-de¼geri şu şekilde tahmin edilebilir

(7) Pj =
1

B

BX
d=1

1ft�j;d � tjg;

burada tj t-istatisti¼ginin görgül (empirical) de¼geridir. H0 : �j = �0j�a kaŗs¬HA :

�j 6= �0j �¬s¬namak için kullan¬lacak p-de¼geri şu şekilde tahmin edilebilir

(8) Pj =
1

B

BX
d=1

1fjt�j;dj � jtjjg:

Güven bölgeleri ve testler için t-istatisti¼gine ba¼gl¬kritik de¼gerler, (6) örnekleminin

uygun bölütleri (quantile) elde edilerek oluşturulabilir.

Örnek 2. Şimdi, önceki örne¼gi şu şekilde genelleştirelim: FU bilinmeyen sorunlu
(nuisance) parametre 
�ya ba¼gl¬olsun ve bunun da gerçek de¼geri 
0�¬n � bölgesinde

oldu¼gu bilinsin. Ba¼gl¬l¬¼g¬FU(
) ile ifade edelim.

Örne¼gin, varsayal¬m FU(
) "serbestlik derecesi" parametresi 
 2 � = [3; 30] olan
bir t-da¼g¬l¬m¬olsun;, bu, çok a¼g¬r kuyruktan ha�f kuyru¼ga kadar farkl¬ kuyruk

hareketi gösteren da¼g¬l¬mlar¬yuvalama (nest) imkan¬sa¼glar. Normal da¼g¬l¬m da


 = 30 ile yaklaş¬k olarak yuvalan¬r.

Sonras¬nda, her bir 
 2 � için p-de¼gerini elde edelim ve bunu Pj(
) ile ifade

edelim. Sonra şunu

sup

2�

Pj(
)
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s¬nama amaçl¬kullanal¬m. 
0 2 � oldu¼gu için, bu de¼ger gerçek P-de¼geri Pj(
0)
için geçerli bir üst s¬n¬rd¬r. Benzer şekilde, her bir 
 2 � için kritik de¼gerler elde
edilebilir ve en az tercih edilen kritik de¼ger kullan¬labilir. Sonuçta elde edilen

güven bölgeleri e¼ger � büyük olursa oldukça tutucu (conservative) olabilir; ne var

ki, son paragrafa bak¬n¬z.

Do¼gal olarak oluşan soru şudur: Neden gerçek parametre 
0�¬n tahmini olan


̂�¬MC ile 
 = 
̂�a eşitleyerek kullan¬p Pj(
̂)�¬ve kritik de¼gerleri elde etmeyelim?

Bu yöntem parametrik özç¬kar¬m (bootstrap) olarak bilinir. Özç¬kar¬m, bir MC

yöntemidir ve basitçe, p-de¼gerlerini ve kritik de¼gerleri tahmin edilen veri üretme

süreci (data generating process) ile elde etmek için kullan¬l¬r. Özç¬kar¬m yanaş¬k

olarak geçerli ç¬karsama sa¼glar, ancak özç¬kar¬m her zaman geçerli sonlu örneklem

ç¬karsamas¬sa¼glamayabilir. Ancak, özç¬kar¬m sonlu örneklemlerde s¬kl¬kla yanaş¬k

yaklaş¬m¬n sa¼glad¬¼g¬ndan daha do¼gru (accurate) ç¬karsama sa¼glar.

Yukar¬daki sonlu örneklem yaklaş¬m¬veriye-ba¼gl¬� ile de kullan¬labilir. Veriye

ba¼gl¬sorunlu parametre kümesini �̂ olarak ifade edelim. E¼ger �̂ kümesi 
0�¬1��n
ihtimaliyle içerirse, ki burada �n ! 0�d¬r, p-de¼gerinin tahminini şu olacak şekilde

ayarlayabiliriz

sup

2�̂

Pj(
) + �n:

Büyük örneklemlerde, şunu bekleyebiliriz

sup

2�̂

Pj(
) + �n � Pj(
0);

bu, �̂ kümesi 
0�a yak¬nsad¬¼g¬nda (converge) ve �n ! 0 ise geçerlidir. Böylece,

sonlu-örneklem yöntemi büyük örneklemlerde etkin olabilir, ancak sonlu örneklemlerde

de geçerlili¼gini korur. Yanaş¬k yöntem veya özç¬kar¬m�¬n sonuncu ifadeyi sa¼glamas¬

illa gerekmemektedir. Bu da yöntemleri ay¬rmaktad¬r. Ancak, başkalar¬nca ifade

edildi¼gi gibi, sonlu-örneklem yöntemi "süslü (fancy) özç¬kar¬m" olarak düşünülebilir.

Örnek 3. (Ödev) Temin�in (2005) makalesini düşünelim. Makale, Roma
·Imparatorlu¼gu�nda eyaletin Roma�ya olan mesafesinin bu¼gday �yatlar¬üzerindeki

etkisini modellemektedir. Çal¬̧smada sadece 6 tane gözlem vard¬r. Etkinin s¬f¬ra eşit

oldu¼gu s¬f¬r önsav¬na kaŗs¬l¬k etkinin negatif oldu¼gu almaş¬k önsav¬test etmek için

kullan¬lacak p-de¼gerlerini hesaplay¬n¬z. Önce normal bozukluklar¬n oldu¼gu duruma

bak¬n¬z (bu durum için simulasyon yap¬lmas¬na gerek yoktur), sonras¬nda ikinci
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durum olarak bozukluklar¬n 8 ve 16 "serbestlik derecelerine" sahip t-da¼g¬l¬m¬takip

ettikleri durumu analiz ediniz.
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3.11. Ek: Kare Kay¬p Alt¬nda Biraz Formal Karar Teorisi (Some Formal
Decision Theory Under Squared Loss).
Amemiya (1985) tahmincilerin etkinli¼gini tart¬̧smak için şu kuralc¬l¬klar¬oluşturmaktad¬r.

1. �̂ ve �� bir skalar parametre � için skalar tahminciler olsun. E¼ger E�(�̂ �
�)2 � E�(�� � �)2; 8� 2 B ise, �̂ < (en az onun kadar iyi) ���d¬r.
�Daha iyi�nin tan¬m¬karesel (quadratic) kayba ba¼gl¬d¬r.

2. Baz¬� 2 B için, e¼ger �̂ < �� ve E�(�̂��)2 < E�(����)2 ise, �̂ daha iyidir
(daha etkindir, �) ���dan,
3. �̂ ve �� vektör parametresi � için vektör tahminler olsun. E¼ger tüm c 2 Rk,

c0�̂ < c0�� (c0��y¬tahmin etmek için) ise �̂ < ���d¬r.
4. E¼ger baz¬c 2 Rk için c0�̂ � c0�� ve tüm c 2 Rk için c0�̂ < c0�� ise, �̂ � ���d¬r.
Aç¬kça görülmelidir ki Tan¬m 3 ve Tan¬m 5 eşde¼gerdir.

5. E¼ger A� � E�(�̂��)(�̂��)0 ise ve B� � E�(����)(����)0 ise, �̂ < ���d¬r;
burada A� � B� 8 � 2 B için yar¬-negatif tan¬ml¬d¬r veya matris kapsam¬nda

A� � B0��d¬r.
6. �̂ e¼ger bu s¬n¬fta daha iyi tahminci yoksa, tahminci s¬n¬f¬içinde en iyidir.



36

4. Büyük Örneklemlerde Tahmin ve Temel Ç¬karsama

Bu k¬s¬m için iyi bir referans Newey�nin ders notlar¬d¬r. Aşa¼g¬da, sadece temel

sorunlara de¼ginilecektir.

4.1. Temel Kurgu ve Bunlar¬n ·Ifade Ettikleri. Büyük örneklemde geçerli
ç¬karsamalar¬ önceki GM modelinin izin verdi¼ginden çok daha genel koşullarda

yapabiliriz.

Çal¬̧sabilece¼gimiz bir grup yeterli (su¢ cient) koşul şudur:

L1 yt = x0t� + et; t = 1; :::; n
L2 Eetxt = 0; t = 1; :::; n
L3 X 0X=n!p Q sonlu ve tam kerte

L4 X 0e=
p
n!d N(0;
), burada
 sonludur ve yozlaşan de¼gildir (non-degenerate).

Tart¬̧sma:
1) L1 ve L2, ��n¬nE[ytjxt] koşullu beklenti fonksiyonuna en iyi do¼grusal yaklaşt¬rmay¬

tan¬mlayan parametre oldu¼gunu ifade ederler. L1-L4 ile, OLS �̂, � için tutarl¬ve

yanaş¬k (yaklaşt¬rma manas¬nda) olarak normal da¼g¬lan tahminci şeklinde ortaya

ç¬kar.

2) Şu ayr¬̧st¬rmay¬yapabiliriz

et = at + "t;

burada "t = yt � E[ytjxt] ve

at = E[ytjxt]� x0t��d¬r:

Hata terimi bu sebeple şunlar¬n toplam¬d¬r: yt�nin koşullu ortalamadan sapmas¬

olarak tan¬mlanan"al¬̧s¬ld¬k" (usual) bozukluk "t ve do¼gru fonksiyon E[ytjxt] yerine
do¼grusal i̧slevsel biçim kullan¬lmas¬ndan oluşan hata olarak ortaya ç¬kan yaklaşt¬rma

(belirginleştirme) hatas¬at. Önceki GM çerçevesinde, yaklaşt¬rma hatas¬olmad¬¼g¬n¬

varsaym¬̧st¬k. Şu anki çerçevede, buna "gücümüz yeter". Aç¬kça belirtebiliriz ki

sadece gerçek koşullu ortalama fonksiyonuna bir yaklaş¬kl¬¼g¬tahmin ediyoruz ve

aç¬kça hesaba katabiliriz ki yaklaş¬kl¬k hatas¬farkl¬yay¬l¬m¬n (heteroscedasticity)

(neden?) tahmincimizin varyans¬n¬etkileyen önemli bir sebebidir.

3) L3 bir önceki özdeşleştirme (identi�cation) koşulunun sadece bir örnekselidir

(analog). Ayn¬zamanda, ba¼glaşt¬ranlar¬n t çarp¬m¬n¬n fxtx0t; t = 1; :::ng Büyük
Say¬lar Yasas¬�n¬(BSY, Law of Large Numbers, LLN) sa¼glamas¬gerekmektedir; bu
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şekilde onlar¬n üzerine bir kararl¬l¬k (stability) yüklemektedir. Bu koşul yönelimli

ba¼glaşt¬ranlar (trending regressors) eklenerek gevşetilebilir (bak¬n¬z, örne¼gin, Newey�in

notlar¬veya Amemiya�n¬n "Advanced Econometrics" kitab¬).

4) L4, fxtet; t = 1; :::; ng dizisinin bir MLT�i sa¼glamas¬gerekti¼gini ifade eder.
Bu koşul, daha önce hatalar¬n normal olmas¬hakk¬nda yapt¬¼g¬m¬z varsay¬mdan

oldukça daha geneldir. Büyük örneklemlerde, bu koşul bizi daha önce normallik

alt¬nda elde etti¼gimiz tahmin ve ç¬karsama sonuçlar¬n¬n benzerlerine götürecektir.

Önerme 4.1. L1-L4 ile, �̂ !p �.

Örneklem büyüklü¼gü artt¬kça, �̂ tahmini �0ya yaklaşacakt¬r. Aç¬kças¬, tutarl¬l¬k

için, L4�ü daha az k¬s¬tlay¬c¬olan X 0e=n!p 0 gereksinimi ile de¼gi̧stirebiliriz.

Önerme 4.2. L1-L4 ile,
p
n(�̂ � �)!d N(0; V ), V = Q�1
Q�1.

Bu sonuç büyük örneklemlerde �̂�n¬n � ortalamas¬ve V=n varyans¬ile yaklaş¬k

olarak normal da¼g¬ld¬¼g¬n¬önermektedir:

�̂ �d N(�; V=n):

Önerme 4.3. L1-L4 ile, varsayal¬m V̂ ! V �dir, bu durumda

tj := (�̂j � �j)=s:e(�̂j) := (�̂j � �j)=
q
V̂jj=n!d N(0; 1):

ve e¼ger R için tam kerte p ise, R� = r ile

W = (R�̂ � r)0[R(V̂ =n)R0]�1(R�̂ � r)!d �
2(p):

Büyük örneklemlerde uygun şekilde oluşturulan t-istatisti¼gi veW -istatisti¼gi yaklaş¬k

olarak standart normal de¼gi̧skeni ve p serbestlik dereceli ki-kare de¼gi̧skeni ile da¼g¬l¬rlar;

yani t �d N(0; 1) ve W �d �2(p).

Bu sonuçlar¬n temel kullan¬m¬ sonlu-örneklem durumu ile tamamen ayn¬d¬r,

istisna olarak art¬k hepsi yaklaş¬k olarak ifade edilmi̧stir. Örne¼gin, s¬f¬r önsav¬

ile, bir t-istatisti¼gi tj !d N(0; 1)�¬sa¼glar ve bu da şunu ifade eder

lim
n!1

Pr[tj < c] = Pr[N(0; 1) < c] = �(c);
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bu her bir c için geçerlidir, çünkü � süreklidir (continuous). Sonlu ve büyük

örneklemlerde, sadece şu geçerlidir

Pr[tj < c] � �(c);

burada yaklaş¬m¬n kalitesi çeşitli durumlara ba¼gl¬olarak iyi ya da zay¬f olabilir.

Dikkat ediniz: K¬s¬tlamal¬ en küçük kareler için, ki bu k¬s¬tlamas¬z OLS�in
bir do¼grusal dönüşümüdür, yanaş¬k sonuçlar ve di¼ger test istatistikleri (örn. LM)

yukar¬da sunulan sonuçlardan kolayca ç¬kar¬labilir.

Sonuçlar¬ispat etmek için kullanaca¼g¬m¬z temel araçlar Sürekli Eşleşme Teoremi

(SET, Continuous Mapping Theorem, CMT) ve Slutsky Teoremi�dir. Bu sonuçlarda

esas olan metrik uzaylar sonlu-boyutlu Euclid uzaylar¬d¬r (Euclidian spaces).

Önsav 4.1 (SET). X bir rastsal eleman olsun ve x 7! g(x) her bir x 2 D0 için

sürekli olsun, burada bir olas¬l¬¼g¬ile X 2 D0�d¬r. Varsayal¬m Xn !d X olsun, bu

durumda g(Xn)!d g(X); e¼ger Xn !p X ise, o zaman g(Xn)!p g(X)�d¬r.

Bu önsav¬n ispat¬yukar¬da belirtilen bir temsil teoreminin uygulamas¬ndan ve

sonra da süreklilik hipotezinin kullan¬lmas¬ndan elde edilir. Takip eden önsav

sürekli eşleşme teoreminin bir sonucudur (corollary).

Önsav 4.2 (Slutsky Önsav¬). Matris An !p A ve vektör an !p a oldu¼gunu

varsayal¬m, burada matris A ve vektör a sabittir. E¼ger Xn !d X ise, o zaman

AnXn + an !d AX + a�d¬r.

Önerme 1�in ·Ispat¬: S¬ras¬yla L4 and L3 koşullar¬şunu ifade eder

(2) X 0e=n
p! 0; X 0X=n

p! Q:

Sonras¬nda, Q�nun tekilsizli¼gi (nonsingularity) ile, bir matrisin tersinin matrisin

elemanlar¬n¬n her bir tekilsiz matriste sürekli fonksiyonu olmalar¬bilgisi ve Slutsky

Önsav¬ile şu elde edilir

�̂ = � + (X 0X=n)�1X 0e=n
p! � +Q�1 � 0 = �:

Önerme 2�nin ·Ispat¬: L4 and L3 koşullar¬s¬ras¬yla şunu ifade eder

(2) X 0e=
p
n

d! N(0;
); X 0X=n
p! Q:

Slutsky Önsav¬�ndan şu elde edilir
p
n(�̂ � �) = (X 0X=n)�1X 0e=

p
n

d! Q�1N(0;
) = N(0; Q�1
Q�1):
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Önerme 3�ün ·Ispat¬: V̂
p! V; Vjj > 0 kullan¬larak ve SET ile,

�
Vjj=V̂jj

�1=2 p!
1�dir: Slutsky Teorem�i kullan¬larak şu ç¬kar�

�̂j � �j
�
= [Vjj]

1=2 = (Vjj=V̂jj)
1=2
p
n(�̂j � �j)=

p
Vjj

d! 1 �N(0; 1) = N(0; 1):

� = RV R0 olsun. � matrisi R�nin p kertesine sahip olmas¬ve V �nin tekilsiz olmas¬

sebebiyle tekilsizdir, yani SET ile, �̂�1=2
p! ��1=2�dir. Ayr¬ca, Slutsky Önsav¬ile

Zn = b��1=2Rpn��̂ � �� d! Z = ��1=2N(0;�) =d N(0; I): Sonras¬nda SET ile,

W = Z 0nZn !d Z
0Z =d �

2(p)�dir.

4.2. Ba¼g¬ms¬z Örneklemler. Burada iki modeli de¼gerlendirece¼giz:

IIDModeli: Varsayal¬m (a) L1 ve L2 sa¼glans¬n, (b) (yt; xt) vektörleri t üzerinde
ba¼g¬ms¬zd¬rlar ve özdeş da¼g¬l¬rlar, (c)


 = V ar[xtet] = E[e
2
txtx

0
t]

sonludur ve yozlaşmayand¬r (non-degenerate) (tam kerte), ve

Q = E[xtx
0
t]

sonludur ve tam kertedir.

Bu koşulun yt ve xt aras¬ndaki ili̧skiyi hiçbir şekilde k¬s¬tlamad¬¼g¬n¬vurgulamak

gerekir; sadece (yt; xt)�nin birleşik da¼g¬l¬m fonksiyonun t�ye ba¼g¬ml¬olmamas¬ve

verinin t üzerinde ba¼g¬ml¬l¬¼g¬olmamas¬gerekmektedir.

Bu model, hata terimi et = "t + at �de farkl¬ yay¬l¬m¬n iki kayna¼g¬na izin

vermektedir�biri "t�nin farkl¬yay¬l¬m¬ve di¼geri de yaklaş¬kl¬hatas¬at = E[yjxt]�
x0t��n¬n farkl¬yay¬l¬m¬d¬r. Farkl¬yay¬l¬mdan kast¬m¬zE[e

2
t jxt]�nin xt�ye ba¼gl¬olmas¬d¬r.

Örnek: Daha önce konuşulan Engel e¼grisi örne¼gini hat¬rlay¬n¬z, ki örnekte "t
aç¬kça farkl¬yay¬l¬ml¬idi. Bu sebeple, et de farkl¬yay¬l¬ml¬d¬r. ·Iktisattaki birçok

regresyon modeli farkl¬yay¬l¬m bozuklu¼guna sahiptir.



40

G¬da Harcamas¬

Gelir

ŞEK·IL 4
Örnek: Ücret nüfus say¬m¬verisinde basit i̧slevsel biçimler için at 6= 0 oldu¼gunu

görmüştük. Bu sebeple, at 6= 0 oldu¼gu için et farkl¬yay¬l¬ml¬olmal¬d¬r.

Teorem 4.1. IID modelinin koşullar¬L1-L4�ün yukar¬da tan¬mlanan 
 ve Q ile

sa¼gland¬¼g¬n¬belirtmektedir. Bu sebeple, Önerme 1-3�ün sonuçlar¬da sa¼glanmaktad¬r.

·Ispat: Bu ispat Khinchine BSY ve çok de¼gi̧skenli Lindeberg-Levy MLT�den elde
edilmektedir.

V �nin varyans¬n¬n tutarl¬bir tahmincisi (farkl¬yay¬l¬m dirençli tahminci (heteroscedasticity

robust estimator)) şu şekilde ifade edilir:

V̂ = Q̂�1
̂Q̂�1; 
̂ = En[e
2
txtx

0
t]; Q̂ = X 0X=n:

Teorem 4.2. IID modelinin koşullar¬ ve ek varsay¬mlar (örn. xt�nin ba¼g¬ml¬

dördüncü beklemleri (bounded fourth moments)) 
̂ !p 
 ve Q̂ !p Q oldu¼gunu

ifade eder, bu şekilde V̂ !p V �d¬r.

·Ispat: Q̂ !p Q�nun tutarl¬l¬¼g¬Khinchine BSY�den ç¬kmaktad¬r ve 
̂ !p 
�¬n

tutarl¬l¬¼g¬ şu şekilde gösterilebilir. Gösterimi basitleştirmek için skalar duruma
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bakal¬m. Şunu elde etmi̧s durumday¬z

ê2t = e
2
t � 2(�̂ � �)0xtet + (�̂ � �)2x2t :

·Iki taraf¬da x2t ile çarpal¬m ve t üzerinden ortalama alarak şunu elde edelim

En[ê
2
tx
2
t ] = En[e

2
tx
2
t ]� 2(�̂ � �)En[etx3t ] + (�̂ � �)2En[x4t ]:

Sonras¬nda, En[e2tx
2
t ]!p E[e

2
tx
2
t ], En[x

4
t ]!p E[x

4
t ] ve Khinchine BSY ileEn[etx

3
t ]!p

E[etx
3
t ]�dir, çünkü E[x

4
t ] varsay¬mdan dolay¬ sonludur ve E[etx

3
t ] şundan dolay¬

sonludur

jE[etxtx2t ]j2 � E[e2tx2t ]E[x4t ]
bu da Cauchy-Schwartz eşitsizli¼ginden veE[e2tx

2
t ] veE[x

4
t ]�nin varsay¬lan sonlulu¼gundan

kaynaklan¬r. �̂�n¬n tutarl¬l¬¼g¬ndan, yukar¬daki özelliklerden ve SET�den tutarl¬l¬¼g¬

elde ederiz. �:
Eşit Yay¬l¬ml¬(Homoscedastic) IIDModeli: IID modelinin (a)-(c) koşullar¬na

ek olarak, varsayal¬m E[etjxt] = 0 ve E[e2t jxt] = �2 olsun, bu durumda V ar[e2t jxt] =
�2�dir, bu da şu şekilde sadeleşir


 = 
0 := �
2E[xtx

0
t]:

Bu modelde yaklaş¬kl¬k hatas¬yoktur, yani et = "t�dir ve farkl¬yay¬l¬m yoktur.

Bu model normalli¼gin dayat¬lmad¬¼g¬bir Gauss-Markov modelidir.

Teorem 4.3. Eşit yay¬l¬ml¬iid modelinde, L1-L4 şunlar ile sa¼glan¬r: 
0 = �2E[xtx0t]
ve Q = E[xtx0t], yani V = V0 := �

2Q�1.

·Ispat. Bu, bir önceki sonuç kullan¬larak do¼grudan ç¬kart¬l¬r.
Eşit yay¬l¬ml¬iid modeli için, V �nin varyans¬n¬n tutarl¬bir tahmincisi (dirençli

olmayan (non-robust)) şu şekilde ifade edilir:

V̂0 = s
2(X 0X=n)�1

Teorem 4.4. Eş yay¬l¬ml¬iid modelinin koşullar¬ V̂0 !p V0 oldu¼gunu belirtir.

·Ispat. Q�1 matrisi (X 0X=n)�1 taraf¬ndan X 0X=n
p! Q ile tutarl¬olarak tahmin

edilir, bu da BSY ve SET ile sa¼glan¬r. s2 = "̂0"̂=(n �K) oldu¼gunu gösterebiliriz;
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burada "̂ = y �X�̂�dir. X 0"=n
p! 0 ve X 0X=n

p! Q kullan¬larak şu elde edilir

(4)
s2 = [ n

n�K ] [ "
0"
n
+ 2(� � �̂)0 (X

0"
n
)+ (� � �̂)0 (X

0X
n
) (� � �̂)] !p

(SET )

�2;

# #p #p #p #p #p
1 �2

(BSY)

0

(OLS)

0

(BSY)

0

(OLS)

Q

(BSY)

burada (OLS) ile OLS tahmincisinin tutarl¬l¬¼g¬kastedilmektedir. Yani, SET ile,

s2(X 0X=n)�1
p! �2Q�1: �.

Yorum: Farkl¬yay¬ml¬l¬k ile V 6= V0�d¬r, ve V0 ile kaŗs¬laşt¬r¬ld¬¼g¬nda V daha

büyük ya da küçük olabilir. Bunun sa¼gland¬¼g¬na dikkat ediniz. Uygulamada, V

s¬kl¬kla V0�dan büyüktür.

4.3. Ba¼g¬ml¬Örneklemler. Birçok makroekonomik ve �nansal durumlarda zaman
serileri serisel olarak ba¼g¬ml¬d¬r (serially dependent) (yani t üzerinden ba¼g¬ml¬d¬r).

Bunun baz¬örneklerini düşünebilirsiniz.

Ba¼g¬ml¬l¬k birçok şekilde modellenebilir. Baz¬ parametrik modelleri GLS ile

ba¼glant¬l¬ olarak MIT�de verilen 14.382 dersinde görebilirsiniz. Burada temel

parametrik olmayan (non-parametric) modelleri tan¬taca¼g¬z.

Takip eden k¬s¬mlarda veriyi şu şekilde düşünebiliriz: zt = (yt; x0t)
0; t = 1; :::; n

sonsuz bir ak¬m olan fztg = fzt; t = �1;�2; :::g�nin bir alt kümesidir.
E¼ger her bir k � 0 için (zt; :::; zt+k) da¼g¬l¬m¬(z1; :::; z1+k) da¼g¬l¬m¬na eşitse, yani

t�ye ba¼gl¬ de¼gilse, fztg dura¼gan (stationary) olarak tan¬mlan¬r. Bunun sonucu

olarak, ortalama ve kovaryans dura¼ganl¬¼g¬da elde edilir: E[zt] = E[z1] her bir t

için ve E[ztz0t+k] = E[z1z
0
1+k] her bir t için.

(a) Kar¬̧st¬rma (Mixing). Kar¬̧st¬rma, dönemsel ba¼g¬ml¬l¬¼g¬ ifade ederken

kullan¬lan oldukça matematiksel bir düşünce tarz¬d¬r.

fhtg dura¼gan bir süreç olsun. k � 1 için şunu tan¬mlay¬n

�k = sup
A;B

���P (A \B)� P (A)P (B)���
burada sup A 2 �(h0; h�1; h�2; :::; ) ve B 2 �(hk; hk+1; :::) durumlar¬üzerinden
hesaplan¬r. Basit olarak, bu sigma-alanlar¬n¬ (sigma �elds) parantezler içindeki

de¼gi̧skenler taraf¬ndan oluşturulmuş bilgi (information) olarak düşünebiliriz. E¼ger

k ! 1 iken �k ! 0 ise, fhtg kuvvetli kar¬̧st¬rma (strongly mixing) veya alfa
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kar¬̧st¬rma (alpha mixing) olarak adland¬r¬l¬r. E¼ger veri iid ise, her bir k için

�k = 0�d¬r.

Kar¬̧st¬rma koşulu, birbirinden k zaman birimi ayr¬lm¬̧s veri bloklar¬n¬n ba¼g¬ml¬l¬¼g¬n¬n

k artt¬¼g¬nda da¼g¬laca¼g¬n¬(azalaca¼g¬n¬) belirtir. Bir çok parametrik modelin baz¬

düzenlilik (regularity) koşullar¬alt¬nda kar¬̧st¬rma oldu¼gu gösterilmi̧stir.

Önsav 4.3 (Bir Ergodik BSY). E¼ger fhtg sonlu bir ortalama E[ht] ile dura¼gan
kuvvetli kar¬̧st¬rma ise, o zaman En[ht]!p E[ht]�d¬r.

Dikkat ediniz. Bu BSY�n¬n daha genel bir uyarlamas¬Birkho¤ ergodik teoremi

olarak adland¬r¬l¬r.8

Önsav 4.4 (Gordin�in MLT�i). E¼ger fhtg bir kuvvetli dura¼gan kar¬̧st¬rma süreci
ise ve E[ht] = 0,

P1
k=1 �

�=(2+�)
k <1, Ekhtk2+� <1 ise, o zaman

nX
t=1

ht=
p
n!d N(0;
);

burada


 = lim
n
V ar(

nX
t=1

ht=
p
n) = lim

n

�

0+

n�1X
k=1

n� k
n

(
k+

0
k)
�
= 
0+

1X
k=1

(
k+

0
k) <1;

burada 
0 = Eh1h01 ve 
k = Eh1h
0
1+k�d¬r.

Burada kar¬̧st¬rman¬n derecesindeki (rate) k¬s¬t ve beklem koşulu kovaryans¬n

sonlu miktar olan
�a topland¬¼g¬n¬belirtir; aşa¼g¬daki nota da bak¬n¬z. Bu gerçekleşirse,

seriye zay¬f-ba¼g¬ml¬(weakly-dependent) denir.

Kovaryans toplanabilirli¼gini ima eden bir yeterli koşul şu şekilde düşünülebilir:

k !1�a giderken, şuna sahip olmak yeterlidir

c > 1 için 
k=k�c ! 0:

Kovaryanslar 1=k�dan daha h¬zl¬azalmal¬d¬r. Bu gerçekleşmezse, serilerin uzun

haf¬zaya (long memory) sahip olduklar¬söylenir. Finansta kullan¬lan yüksek frekansl¬

veri genelde uzun haf¬zaya sahip olarak düşünülür; bunun sebebi kovaryans¬n çok

yavaş şekilde azalmas¬d¬r. Uzun haf¬zaya yönelik yanaş¬k kuram¬burada anlat¬lan

yanaş¬k kuram¬ndan yeteri kadar farkl¬d¬r [Referans olarak bak¬n¬z: H. Koul.]

8Bak¬n¬z, örn. http://mathworld.wolfram.com/Birkho¤sErgodicTheorem.html
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Dikkat ediniz. Gordin�in teoreminde, kovaryans toplanabilirli¼gi Ibragimov�un

dura¼gan seriler için kar¬̧st¬rma eşitsizli¼ginden ç¬kart¬l¬r (burada skalarlar için ifade

edilmi̧stir):

j
kj = jEhtht+kj � �1�
k [E[ht]
p]1=p[E[ht]

q]1=q;
1

p
+
1

q
= 
 2 (0; 1):

p = 2 + � olarak belirlendi¼ginde, kovaryans toplanabilirli¼gi
P1

k=�1 j
kj < 1
kar¬̧st¬rma katsay¬lar¬üzerine konulan k¬s¬tlamadan ç¬kart¬l¬r.

Teorem 4.5. Varsayal¬m f(yt; xt)g dura¼gand¬r, kuvvetli kar¬̧st¬rmad¬r ve L1 ve
L2 geçerlidir. Varsayal¬m f~htg = fxtx0tg sonlu ortalamaya sahiptir, bu taktirde L3
koşulu Q = E[xtx0t] ile geçerlidir. Varsayal¬m fhtg = fxtetg Gordin�in koşullar¬n¬
sa¼glas¬n, bu taktirde L4 yukar¬da belirtilen 
 formu ile geçerlidir.

·Ispat: Sonuç önceki iki teoremden ve kar¬̧st¬rman¬n tan¬m¬ndan elde edilir.
Yukar¬daki formül, 
 için şu tahminciyi önerir:


̂ = 
̂0 +
L�1X
k=1

L� k
L

(
̂k + 
̂
0
k);

burada 
̂0 = En[hth
0
t] =

1
n

Pn
t=1 hth

0
t ve 
̂k = En[hth

0
t+k] =

1
n�k

Pn�k
t=1 hth

0
t+k�dir.

Belli teknik koşullar alt¬nda ve budama gecikmesi (truncation lag) üzerinde koşullar

ile, mesela L=n! 0 ve L!1 gibi, tahmincinin tutarl¬oldu¼gu gösterilmi̧stir.

V̂ = Q̂�1
̂Q̂�1 tahmincisi yukar¬da belirtilen formun 
̂ hali ile s¬kl¬kla HAC

tahmincisi ("farkl¬yay¬l¬ml¬ve kendisiyle ilgileşimli tutarl¬tahminci," heteroscedasticity

and autocorrelation consistent, HAC) olarak adland¬r¬lm¬̧st¬r. Baz¬ düzenlilik

(regularity) koşullar¬ ile, tahminci gerçekten de tutarl¬d¬r. Bu koşullar ve ispat

için, bak¬n¬z Newey and West çal¬̧smas¬.

(b) Martingale fark dizileri (MFD, Martingale di¤erence sequences,
MDS). Veri zamansal olarak ba¼g¬ml¬olabilir ama kovaryanslar 
k yine de s¬f¬r
olabilirler ("hepsi geçirgen" (all-pass) serileri); sonuçta yukar¬daki 
 sadeleşerek 
0
olur. MFD bunun gerçekleşmesinin bir örne¼gidir. MFD ak¬lc¬beklentiler (rational

expectations) ile (Hansen and Singleton�a bak¬n¬z) ve ayn¬zamanda etkin piyasa

hipotezi (e¢ cient market hypothesis) ile (Fama�ya bak¬n¬z) ba¼glant¬l¬olarak da

önemlidirler. Referans olarak detayl¬bir ders kitab¬olan H. White, Asymptotic

Theory for Econometricians�a bak¬n¬z.
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zt�nin bir eleman¬ht olsun ve It = �(zt; zt�1; :::) olsun: fhtg süreci, e¼gerE[htjIt�1] =
ht�1 ise, It�1 süzmesine (�ltration) ba¼gl¬olarak bir martingale�dir. fhtg süreci,
e¼ger E[htjIt�1] = 0 ise, It�1 süzmesine ba¼gl¬olarak bir martingale fark dizisidir

(di¤erence sequence).

Örnek. Hall�¬n karesel fayda ve ak¬lc¬beklentiler ile oluşturdu¼gu temsili tüketici

modelinde şuna sahibiz

E[ytjIt�1] = 0;
burada yt = ct � ct�1 �dir ve It ise t döneminde mevcut olan bilgidir. Yani, ak¬lc¬
ve en iyileme (optimization) hede�eyen bir tüketici bugünkü tüketim miktar¬n¬

takip eden dönemlerdeki tüketimin ortalamas¬nda de¼gi̧siklik olmayaca¼g¬beklentisi

ile oluşturur.

Önsav 4.5 (Billingsley�inMartingale MLT�i). fhtg dura¼gan ve kuvvetli kar¬̧st¬rmal¬
bir martingale fark dizisi olsun ve 
 = E[hth0t] sonlu olsun. Bu durumda

p
nEn[ht]!d

N(0;
)�d¬r.

Bu teorem sezgisel (intuitive) olarak manal¬d¬r, çünkü ht�ler özdeş da¼g¬l¬ml¬d¬r ve

ilgileşimsizdirler. Asl¬nda, k � 1 içinE[hth0t�k] = E[E[hth0t�kjIt�k]] = E[E[htjIt�k]h0t�k] =
0�d¬r, çünkü E[htjIt�k] = E[E[htjIt�1]jIt�k] = 0�d¬r. McLeish bu teoremin güzel

bir genelleştirmesini yapm¬̧st¬r.

Teorem 4.6. Varsayal¬m f(yt; xt)g serisi dura¼gan ve kuvvetli kar¬̧st¬rma olsun.
Ayr¬ca, varsayal¬m (a) et = yt�x0t�; It�1 = �((et�1; xt)0; (et�2; xt�1)0; :::) süzmesine
ba¼gl¬ bir martingale fark dizisi olsun, yani E[etjIt�1] = 0, (b) 
 = E[e2txtx

0
t]

sonlu olsun, ve (c) Q = E[xtx
0
t] sonlu ve tam kerte olsun. Bu durumda L1-L4

yukar¬da tan¬mlanan 
 ve Q ile geçerlidir. Bu sebeple, Öneriler 1-3�ün sonuçlar¬

da geçerlidir.

·Ispat. Şunu biliyoruz: E[etjxt] = E[E[etjIt�1]jxt] = 0, bu da L1 ve L2�yi ima

eder. Şunu Ergodik BSY ile biliyoruz: En[xtx0t] !p Q = E[xtx
0
t], bu da L3�ü

sa¼glar. 
 = E[e2txtx
0
t] ile Martingale MLT�den

p
nEn[etxt] !d N(0;
) oldu¼gunu

biliyoruz, bu da L4�ü sa¼glar. �
Aç¬klama 4.1. IID durumunda oldu¼gu gibi 
 ve Q için ayn¬ tahminciyi

kullanabiliriz b
 = En[ê2txtx0t]; Q̂ = En[xtx0t]:
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b
�¬n tutarl¬l¬¼g¬daha önce oldu¼gu gibi E[kxtk4] < 1 varsay¬m¬ile sa¼glan¬r. ·Ispat

da daha öncesi ile ayn¬d¬r, sadece iid veri için her zamanki BSY yerine Ergodik

BSY kullan¬lmal¬d¬r. Q̂�¬n tutarl¬l¬¼g¬da ergodik BSY�den elde edilir.

Örnek. Hall�¬n örne¼ginde,

E[yt � x0t�0jxt] = 0;

bu �0 = 0 ve bilgi setine t � 1 zaman¬nda dahil olan ve herhangi bir de¼gi̧skeni
temsil eden xt için geçerlidir. Hall�¬n hipotezi ile,

p
n(�̂ � �0)!d N(0; V ); V = Q

�1
Q�1; �0 = 0

burada 
 = E[y2t xtx
0
t] ve Q = Extx

0
t�dir. Sonras¬nda, Hall�¬n hipotezi Wald

istatisti¼gi kullan¬larak s¬nanabilir:

W =
p
n(�̂ � �0)0bV �1pn(�̂ � �0);

burada, yukar¬da tan¬mlanan b
 ve bQ için bV = bQ�1b
 bQ�1�dir.


